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Yapilan ¢alismanin amaci, kulak goriintiilerinden cinsiyet, yas, boy, dogal sa¢ rengi, sag tipi,
g0z rengi ve ten rengi gibi soft biyometrik 6zelliklerin makine 6grenmesi yontemleri ile
smiflandirilmasidir.  Calisma kapsaminda etik kurul belgesi alinarak 105 kisiden kulak
gorlintiisii toplanmig ve bu kisilere birer anket uygulanmistir. Buna ek olarak internet
tizerinden elde edilen kulak goriintiileri ve soft biyometrik veriler yardimi ile 250 kisiye ait

300 kulak goriintiisii ile ikinci bir veri tabani da siniflandirma testleri i¢in olusturulmustur.

Calismanin kulak goriintiileri 6n isleme bolimiinde, kulak goriintiilerinin Kesilmesi ve
yeniden boyutlandirilmasi i¢in Python programlama dili kullanilmigtir. Daha sonra alinan
goriintiiler tizerinde yapilan 6n islemede Matlab uygulamasi tercih edilmistir. Goriintiiler
oncelikle Matlab uygulamasinda grayscale formata doniistiiriilmiistir. Daha sonra, ortam
151k kosullarindan olusabilecek farklarin minimum seviyeye indirilmesi amaciyla histogram
esitlemesi yapilmistir. Yapilan histogram esitlemesinden sonra, goriintiiler siyah beyaz
formata donistiiriilmistiir. Son olarak elde edilen siyah-beyaz formattaki goriintiilerin piksel
degerleri Excel dosyasina aktarilarak, her bir piksel degeri bir siituna aktarilmistir. Her bir
soft biyometrik 6zellik i¢in ayr1 Excel dosyalart olusturulmus, tim goriintiilerin piksel

degerleri Excel dosyalarina aktarildiktan sonra sinif degerleri son siituna kaydedilmistir.



Calisma kapsaminda hedeflenen soft biyometrik 6zelliklerin tahmini i¢in RapidMiner ve
Weka veri isleme uygulamalari tercih edilmistir. Bu uygulamalardaki siniflandirma
algoritmalarindan Derin Ogrenme, Destek Vektor Makineleri, LibSVM, Lojistik Regresyon,
Dogrusal Regresyon, Rastgele Orman ve Naive Bayes algoritmalar1 kullanilmistir. 10
katlamali ¢apraz dogrulama yontemi kullanilarak yapilan testler sonucunda uygulamalar

arasinda dogrulugu en yliksek olan iki algoritma detayli olarak karsilastirilmistir.

105 kisiden olusan ilk veri tabani igin cinsiyet siniflandirma sonuglari incelendiginde, en
bagarili algoritmanin %84,76 ile Weka uygulamasindaki LibSVM algoritmast oldugu
bulunmustur. Yas tahmini i¢in bakildiginda, en basarili algoritmanin %40,00 ile Rapidminer
uygulamasindaki LibSVM algoritmasi oldugu tespit edilmistir. Boy tahmini konusunda en
basarili algoritmanin%44,82 siniflandirma basaris1 ile RapidMiner uygulamasindaki
LibSVM algoritmasi oldugu goriilmiistiir. G6z rengi ve dogal sa¢ rengi tahmini i¢in yapilan
sonuglara bakildiginda, en basarili algoritmanin sirasiyla %68,47 ve %45,91 dogruluga sahip
RapidMiner uygulamasindaki Derin Ogrenme algoritmasi oldugu goriilmiistiir. Ten rengi
tahmini i¢in yapilan testler ile en basarili siniflandirma algoritmasinin %50 dogruluk ile
Weka uygulamasindaki LibSVM algoritmasi oldugu goriilmiistiir. Son olarak sag tipi
tahmini i¢in yapilan testlerde, RapidMiner uygulamasindaki LibSVM algoritmasinin

%68,89 dogruluk orani ile en basarili algoritma oldugu sonucuna ulagilmastir.

300 kisiden olusan ikinci veri tabani i¢in cinsiyet siniflandirma sonuglar1 incelendiginde, en
basarili algoritmanin %86,33 ile Weka uygulamasindaki LibSVM algoritmast oldugu
bulunmustur. Yas tahmini igin bakildiginda, en basarili algoritmanin %68,40 ile Rapidminer
uygulamasindaki LibSVM algoritmasi oldugu tespit edilmistir. Boy tahmini konusunda en
basarili algoritmanin %60,74 smniflandirma basaris1 ile Weka uygulamasindaki LibSVM
algoritmasi oldugu goriilmiistiir. G6z rengi tahmini i¢in yapilan sonuglara bakildiginda, en
basarili algoritmanin %80,59 ile Weka uygulamasindaki LibSVM algoritmast oldugu
goriilmiistiir. Buna ek olarak dogal sa¢ rengi i¢in yapilan testler sonucunda, en basarili
algoritmanin %57,62 ile RapidMiner uygulamasindaki Derin Ogrenme algoritmasi oldugu
gorilmistir. Ten rengi tahmini icin yapilan testler ile en basarili siniflandirma
algoritmasinin %60,68 dogruluk ile Weka uygulamasindaki LibSVM algoritmasi oldugu
goriilmiistiir. Son olarak sag tipi tahmini i¢in yapilan testlerde, RapidMiner uygulamasindaki
LibSVM algoritmasinin %69,06 dogruluk orani ile en basarili algoritma oldugu sonucuna

ulasilmistir.
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Kulak goriintiisiinden cinsiyet ve yas tahmin eden ¢alismalar az da olsa olmakla birlikte, sag¢
tipi, dogal sa¢ rengi, boy ve goz rengi tahmini ile ilgili herhangi bir caligmaya
rastlanmamistir. Bu bakimdan tez ¢alismamiz literatlirde ilk kez kulak goriintiisiinden sag

tipi, dogal sag rengi, boy ve gbz rengi tahmin sonuglarini igermektedir.

Anahtar Kelimeler: Soft biyometrik, kulak, goriintii isleme, yapay zeka, derin 6grenme.
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ABSTRACT

M. Sc. Thesis

CLASSIFICATION OF SOFT BIOMETRIC FEATURES FROM EAR IMAGES BY
MACHINE LEARNING METHODS
Mertkan SINOPLU

Bartin University
Graduate School

Department of Information Systems and Technologies

Thesis Advisor: Assist. Prof. Dr. Eyiip Burak CEYHAN
Bartin-2023, pp: 79

The aim of the study is to classify soft biometric features such as gender, age, height, natural
hair color, hair type, eye color and skin color from ear images by machine learning methods.
Within the scope of the study, the ear images were collected from 105 people by obtaining
the ethics committee certificate and a questionnaire was applied to each of these people. In
addition, with the help of ear images and soft biometric data obtained over the internet, a

second database was created with 300 ear images of 250 people for classification tests.

In the ear images preprocessing part of the study, Python programming language was used
for cutting and resizing the ear images. Matlab application was preferred for preprocessing
on the images taken afterwards. The images were first converted to grayscale format in
Matlab application. Then, histogram equalization was performed in order to minimize the
differences that may occur from ambient light conditions. After the histogram equalization,
the images were converted to black and white format. Finally, the pixel values of the black-
and-white images were transferred to the Excel file, and each pixel value was transferred to
a column. Separate Excel files were created for each soft biometric feature, and the class
values were recorded in the last column after the pixel values of all images were transferred

to Excel files.

viii



RapidMiner and Weka data processing applications were preferred for the estimation of the
soft biometric features targeted within the scope of the study. Among the classification
algorithms in these applications, Deep Learning, Support Vector Machines, LibSVM,
Logistic Regression, Linear Regression, Random Forest and Naive Bayes algorithms were
used. As a result of the tests using the 10-fold cross validation method, the two algorithms
with the highest accuracy among the applications were compared in detail.

When the gender classification results for the first database consisting of 105 people were
examined, it was found that the most successful algorithm was the LibSVM algorithm in the
Weka application with 84.76%. For age estimation, it was determined that the most
successful algorithm was the LibSVM algorithm in Rapidminer application with 40.00%. It
has been seen that the most successful algorithms for height estimation is the LibSVM
algorithm in the RapidMiner application, with a classification success of 44.82%. Looking
at the results for eye color and natural hair color prediction, it was seen that the most
successful algorithm was the Deep Learning algorithm in the RapidMiner application, which
had an accuracy of 68.47% and 45.91%, respectively. With the tests made for skin color
prediction, it was seen that the most successful classification algorithm was the LibSVM
algorithm in the Weka application with 50% accuracy. Finally, in the tests for hair type
prediction, it was concluded that the LibSVM algorithm in RapidMiner application was the

most successful algorithm with an accuracy rate of 68.89%.

When the gender classification results for the second database consisting of 300 people were
examined, it was found that the most successful algorithm was the LibSVM algorithm in the
Weka application with 86.33%. For age estimation, it was determined that the most
successful algorithm was the LibSVM algorithm in Rapidminer application with 68.40%. It
has been seen that the most successful algorithm for height estimation is the LibSVM
algorithm in the Weka application with a classification success of 60.74%. Looking at the
results for eye color estimation, it was seen that the most successful algorithm was the
LibSVM algorithm in the Weka application with 80.59%. In addition, as a result of the tests
for natural hair color, it was seen that the most successful algorithm was the Deep Learning
algorithm in RapidMiner application with 57.62%. With the tests made for skin color
prediction, it was seen that the most successful classification algorithm was the LibSVM
algorithm in the Weka application with an accuracy of 60.68%. Finally, in the tests for hair

type prediction, it was concluded that the LibSVM algorithm in RapidMiner application was
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the most successful algorithm with an accuracy rate of 69.06%.

Although there are few studies estimating gender and age from ear image, no studies related
to hair type, natural hair color, height and eye color estimation were found. In this respect,
our thesis study includes hair type, natural hair color, height and eye color prediction results
from ear image for the first time in the literature.

Keywords: Soft biometric, ear, image processing, artificial intelligence, deep learning.
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1. GIRIS

Teknolojinin gelismesi ile birlikte bilgi, glinlimiiziin en degerli kaynaklarindan biri haline
gelmigstir. Bilginin ¢ok farkli alanlarda kullanilmasi bu degerin artmasinda biiyiik rol
oynamaktadir. Bu nedenle bilgi giivenligi giiniimiizde ¢ok daha 6nemli bir konudur (Nieles
vd., 2017). Bu verilerin giivenligini saglamak igin sirketler biiyilk miktarlarda biitce
ayrrmaktadir (Somepalli vd., 2020). Bu bilgilerin korunmasinda geleneksel olarak sifreler
kullanildig1 gibi, gelisen teknoloji sayesinde parmak izi, kulak goriintiisii, retina taramasi ve
DNA gibi kisilere 6zel biyometrik 6zellikler de kullanilmaya baslanmistir. Bu 6zellikleri
kullanmak i¢in tagimamiza veya aklimizda tutmamiza gerek olmamasi, biyometrik giivenlik
yontemlerinin anahtar ve sifre gibi geleneksel yontemlere gore avantajlarindan sadece biridir
(Riaz vd., 2018). Ayrica biyometrik bilgileri gelencksel yontemlere gore ¢almanin ve taklit
etmenin daha zor olmas1 da bu verilerin giivenlik igin tercih edilmesinde rol oynayan énemli
ozelliklerindendir (Trikos vd., 2019).

Biyometrik sistemlerin gelistirilmesindeki asamalar, geleneksel yontemlere gore farklilik
gostermektedir (Sarhan vd., 2017). Biyometrik sistemlerde, geleneksel yontemlerde
kullanilan parola ve anahtar yerine retina taramasi, parmak izi, kulak goriintiisii ve DNA gibi
kisilere 6zel biyometrik 6zellikler kullanilir. Bu 6zelliklerin taklit edilebilmesi ve yeniden
olusturulabilmesi zor oldugundan geleneksel yontemlere gore daha yiiksek giivenlik

saglamaktadir (Manzoor ve Selwal, 2018).

Biyometrik sistemlerde parmak izi, retina taramasi, DNA ve kulak goriintiisii gibi fiziksel
biyometrik 6zellikler kullanildig1 gibi yiiriiyiis sekli, imza, ses ve el yazist gibi davranigsal
biyometrik o6zellikler de kullanilabilmektedir (Boyraz vd., 2019). Sekil 1.1°de temel

biyometrik 6zellikler tablo halinde verilmistir.



Bivometrik Ozellikler

Fiziksel Ozellikler Davranigsal Ozellikler
Kata B El l DNA i '_ Ses
Yoz —t ElGeomerrsi Mk 1
el Retiga Parmuk Iz lmza
o Retina f* Avug Ioa I Jest
Rulak ‘* Dama Izi [ | Yoy
B Tumak = { Avig Tei Damar 120 | s Basun Bilgisi
Burun - 1 Parmak Damar {zi | Yan Dinamigs
== Di

Sekil 1.1: Temel biyometrik 6zellikler (Ceyhan, 2012)

Sekil 1.2°de verilen biyometrik 6zelliklerin kullanildig1 sistemlerin artmasi ile birlikte,
arastirmacilarin bu alana olan ilgileri artmistir. Arastirmalarin artmasi ile biyometrik
Ozelliklerin kendi aralarindaki iliskiler ile ilgili ¢alismalar da artmistir. Bu g¢alismalara bir
ornek olarak Ceyhan vd. (2014) ¢alismalarinda, parmak izi ile yas arasindaki iligkiyi tespit

etmeyi amaglamislardir.

Yapilan tezin amaci, literatiirde varligi kanitlanmis kulak goriintiisii biyometrikleri ile soft
biyometrik 6zellikler olan cinsiyet, yas, boy, gbz rengi, dogal sa¢ rengi, ten rengi ve sag tipi
arasindaki iligskinin arastirilmasidir. Ayrica bu arastirma sonucunda elde edilen bilgiler
1s181inda, kulak goriintiisii ile ilgili soft biyometrik 0Ozelliklerin tahmin edilmesi
amaglanmistir. Bu tezin basarili bir sekilde gelistirilmesi ile birlikte kriminal vakalarda
kullanilabilecek bir uygulama olabilecegi diisiiniilmektedir. Kriminal vakalarin yaninda
giivenlik alaninda da diger biyometrik tanimlamalarin yetersiz oldugu durumlarda bu

calisma kullanilarak kulak goriintiilerinden goriintiideki kisiye ait soft biyometrik 6zellikler



tahmin edilebilir. Ayrica bu calismanin MOBESE sistemlerinde diger kisi tanimlama

sistemleriyle birlikte kullanilmasi, sistemlerin giivenligini artirabilir.

Tezin ikinci bolimiinde, biyometrik sistemlerin temel 6zellikleri ve ¢alisma prensipleri
tizerinde durulmustur. Ayrica biyometrik sistemler ile ilgili literatiir arastirmasi yapilmistir.
Biyometrik sistemler ile ilgili literatiir arastirmasinda DNA, yiiz, g6z, ses, parmak izi, damar
ve kulak gibi biyometrik ozellikler géz oniinde bulundurulmustur. Yapilan arastirma ile
birlikte bu 6zelliklerin kullanim alanlar1 ve 6zelliklerinden bahsedilmistir. Ek olarak tezin
arastirma kapsaminda kullanilan ve biyometrik veriler ile iliskilendirilen soft biyometrik

Ozelliklerden de bu boliimde bahsedilmistir.

Tezin ligiincii boliimiinde, kulak biyometriklerinin tanima islemleri ve bu islemleri kullanan
sistemler tizerinde durulmustur. Kulak biyometriklerinin uygulama alanlar1 iizerinde
durulmus ve bu biyometriklerin giiglii-zayif yonlerinden bahsedilmistir. Ayrica bu
biyometriklerin kullanilmasinda kullanilan 6n isleme ve 6z nitelik ¢ikarimindan ve bu

Ozelliklerin eslestirilmesinden bahsedilmistir.

Tezin dordiincii boliimiinde, ¢aligmada kullanilacak siniflandirma algoritmalar: tizerinde
durulmustur. Smiflandirma algoritmalar ile ilgili bilgiler verilerek algoritmalarin ¢alisma
prensipleri aciklamistir. Ayrica siniflandirma algoritmalarinin igerikleri ile ilgili 6rnek

sekillere yer verilmistir.

Tezin besinci boliimiinde, kulak goriintiisiinden ¢ikarim yapilan ¢alismalar ile ilgili literatiir
arastirmasi iizerinde durulmustur. Bu ¢alismalarda kullanilan biyometrik ve soft biyometrik
ozellikler verilip, bu o6zelliklerin ile ilgili iliskilerin hangi yontemler ile arastirildig:

belirtilmistir.

Tezin altinci boliimiinde, tez igin kullanilan biyometrik veri tabanlarmin olusturulmasi
tizerinde durulmustur. Bu boliimde, tez kapsaminda farkli acgilardan c¢ekilen kulak
goriintiilerinin ve katilimcilarin bu baglamda doldurduklar1 anketin veri tabanina kayit
edilmesi islemleri detayli bir sekilde aciklanmistir. Ayrica tezde kullanilan ikinci veri

tabanini i¢in gerekli verilerin nasil elde edildigi lizerinde durulmustur.

Tezin yedinci bolimiinde, kulak goriintiisiinden soft biyometrik 6zelliklerin tahmini
tizerinde durulmustur. Bu baglamda kulak verilerinin elde edilmesi, kulak goriintiilerinden

3



cikarimlarin yapilmasi ve bu ¢ikarimlar ile verilerin islenmesi hakkinda bilgiler verilmistir.
Ayrica arastirma kapsaminda ele alinan cinsiyet, yas, boy, géz rengi, dogal sa¢ rengi, ten
rengi ve sag¢ tipi gibi soft biyometrik 6zelliklerin kulak biyometrikleri ile ilgili iliskileri

ortaya koyulmustur.

Tezin sekizinci boliimiinde, yedinci boliimde aciklanan calisma kapsaminda elde edilen
sonuglar ve kazanimlar iizerinde durulmustur. Ayrica bu ¢alismadan elde edilen bilgiler
dogrultusunda, kulak biyometrikleri ile ilgi yapilacak gelecek caligmalarda hangi konular

tizerine durulmalar1 ve hangi konulara dikkat etmeleri konusunda tavsiyeler verilmistir.



2. BIYOMETRIK SiISTEMLER

Biyometrik sistem olarak ele alinan sistemler, biyometrik verilerin kullanildig1 sistemler
olarak aciklanabilir. Bu sistemler bireylerin fiziksel ve davranigsal 6zelikleri tizerinde durup
kimlik belirlenmesinde kullanilmaktadir (Inel Ozkiper, 2019). Bu sistemler, kopyalanmasi
veya taklit edilmesi zor olan biyometrik oOzelliklerin kullanilmasi igin gelistirilmis

sistemlerdir (Singla vd., 2021).

Biyometrik sistemlerin geleneksel sistemlere karsi avantajlarindan dolayr giinlimiizde pek
cok alanda kullanildig1 goriilmektedir (Guennouni vd., 2019). Bu sistemlerin biiyiik bir
cogunlugunun giivenlik iizerinde durdugu soylenebilir. Biyometrik sistemlerin kullanim
alanlarma 6rnek olarak internet bankaciligi, telefon kilit sistemleri, havaalani iglemleri,
ATM’ler, e-imza ve tez kapsaminda yapilan ¢alisma sonucunda kullanilmasi planlanan bir
alan olan kriminal amagli tespit uygulamalari 6rnek olarak verilebilir. Tablo 2.1°de

biyometrik sistemlerin kullanildig: alanlara 6rnekler verilmistir.

Tablo 2.1: Biyometrik sistemlerin kullanim alanlar1 (Guennouni vd., 2019)

Ticari Devlet

ATM kullanic1 tanimlama Suglu tespiti

Cagri merkezi Kimlik tespiti Hastane hasta takibi
Personel takibi Havaalanlar giris-¢ikis takibi
Sigorta sirketi kimlik tespiti Sinir kapilar giris-¢ikis takibi

Masaiistii ve mobil bilgi glivenligi Askeri kaynak takibi

E-ticaret islemleri Devlet kurumlar1 giris-¢ikis takibi

Akilli ev sistemleri Kimlik uygulamalari

Kombine bilet uygulamalari Uzaktan egitim sinav islemleri
Yiksek glivenlikli giris ¢ikis takibi Kayip kisi tespiti

Tablo 2.1°de belirtilen biyometrik sistemlerin kullanim alanlar1 sayisinin giin gegtikce

arttigin1 ve giindelik yagsamda daha sik kullanildigini s6ylemek miimkiindiir.



2.1 Biyometrik Ozellikler

Biyometrik ozellikler, kisilere 6zel ve taklit edilip kopyalanmasi miimkiin olmayan
ozelliklerdir (Singla vd., 2021). Biyometrik ozellikler temelde fiziksel ve davranigsal
biyometrik ozellikler olarak iki farkli kategoride incelenebilir. Bu 6zellikler Tablo 2.2°de
belirtilmistir.

Tablo 2.2: Biyometrik 6zelliklerin siniflandirilmasi

Fiziksel Biyometrik Ozellikler Davramssal Biyometrik Ozellikler
Yiiz Ses
Kulak Yirtyts sekli
DNA Tus vurusu
El geometrisi Imza
[ris-Retina El yazisi
Parmak izi
Damar izleri

Biyometrik sistemlerde kullanilan temel biyometrik 6zellikler Tablo 2.2°de belirtilmigtir.
Biyometrik sistemler ile ilgili yapilan aragtirmalarin artmasi ile birlikte farkli biyometrik

ozelliklerin de bu tabloya eklenebilecegi sdylenebilir.

2.1.1 Soft Biyometrik Ozellikler

Soft biyometrik ozellikler, bireyler ile ilgili baz1 bilgiler saglayan fakat iki farkli bireyi
yeterince ayirt edecek bilgiye ve kaliciliga sahip olmayan 6zellikler olarak tanimlanmaktadir
(Hassan vd., 2021). Bu 6zellikler biyometrik 6zelliklere gore daha az ayirt edici olsa da

kisilerin tespitlerinde kullanilabilecek 6nemli 6zellikler arasinda yer almaktadir.

Soft biyometrik 6zellikler, cinsiyete bagl olarak degisebildigi gibi ortak 6zelliklerden de

olusabilmektedir. Bu 6zelliklerin bazilarina Sekil 2.1°de yer verilmistir.



Soft Biyometrik Ozellikler
|

Sekil 2.1: Soft biyometrik 6zellikler

Soft biyometrik o6zelliklerin kendi basina ele alindiginda ayirt ediciligi ¢ok olmamasina
karsin, farkli soft biyometrik 6zellikler birbirleri ile iliskilendirildiginde giiclii baglantilar
ortaya cikabilmektedir. Ornek olarak kisiyi tanimlamak icin sadece sa¢ rengi
kullani1ldigindaki olasi kisi say1si; sa¢ rengi, sag tipi, yas, boy ve cinsiyet gibi soft biyometrik

ozellikler ile kullanildiginda sonug kiimesindeki kisi sayis1 daha az olacaktir.

2.2 Biyometrik Sistemlerin Calisma Prensipleri

Biyometrik sistemlerin ¢alisma prensipleri, hangi alanda uygulanacagina gore farklilik
gosterebilmektedir. Sistemin uygulama alanindan bagimsiz olarak, biyometrik sistemlerde

belirli asamalardan bahsetmek miimkiindiir. Bu asamalar temel olarak;

[letim

- Veri toplama
- Modelleme
- Eslestirme

- Oznitelik ¢ikarimi olarak verilebilir.

Biyometrik sistem asamalarindan veri toplamada, biyometrik sistemin kullanacagi
biyometrik veriler toplanir ve kaydedilir. iletim asamasi, veri toplama asamasindan elde
edilen biyometrik verilerin sisteme iletilmesidir. Bu asamayi, iletilen verilerin anlamli
Ozniteliklere indirildigi Oznitelik ¢ikarimi asamasi takip eder. Bu Ozniteliklerin farkli
modeller olarak toplanmasi da modelleme asamasinda gergeklestirilir. Bu asamalar
gerceklestikten sonra, sisteme arastirilmak i¢in verilen veri ile veri tabanindaki verinin

karsilastirildigi eslestirme agsamasi yapilarak sistem gerekli ¢iktiyi iiretir.



2.3 Yaygin Kullanilan Biyometrik Ozellikler

Teknolojinin gelismesiyle birlikte farkli biyometrik 6zelliklerin farkli alanlarda kullanimi
artmaktadir. Bu biyometrik 6zelliklerden en yaygin olarak kullanilanlarinin DNA, yiiz,

retina/iris, ses, parmak izi, damar ve kulak oldugunu séylemek miimkiindyir.

2.3.1 DNA Tanima

DNA tanima, gen ve molekiil teknolojisinin gelismesi ile birlikte giintimiizdeki en giivenilir
kimlik dogrulama yaklagimlarindan biri haline gelmistir (Namasudra vd., 2020). Bu yontem
sik olarak kriminal vakalarda kullanilmasinin yani sira, babalik davalari gibi adli vakalarda
da sik¢a kullanilmaktadir (Cetli vd., 2019). Bu yontemde hiicre icerisinde bulunan ve DNA
molekiillerindeki niikleotitlerin dizilimlerinden yararlanilmaktadir. DNA ve niikleotit

dizilimleri Sekil 2.2°de goriilebilir.

Sekil 2.2: DNA ve igerigindeki niikleotitler (Travers ve Muskhelishvili, 2015)

DNA tanima isleminde, kisinin biyolojik materyallerindeki DNA’dan yararlanilir. DNA
molekiillerindeki niikleotitler adenin, sitozin, guain ve timin niikleobazlarindan olusur
(Pramanik vd., 2018). Bu niikleobazlarin birlikte olusturdugu dizilimlere gore genetik
bilgiler kodlanir. Kodlanan bilgiler birlikte incelendiginde benzersiz bir dizilim goriiliir.

DNA tanima isleminde de bu benzersiz dizilimlerin bilgisinden yararlanilir.

DNA tanima sisteminin ¢ok giivenilir bir biyometrik sistem olmasina karsin dezavantajlari
da vardir. Bu dezavantajlardan en biiyiigii, tanima i¢in kullanilan biyolojik materyalin temiz
ve yeni olmasi gerekmektedir. Bu nedenle DNA tanima islemleri genellikle maliyetlidir ve

yiiksek biitceli laboratuvarlarda gergeklestirilir (Smith, 2018).



2.3.2 Yiiz Tanima

Yiiz tanima sistemleri, gliniimiizde her alanda kullanilmakta olan giivenlik sistemi tiirtidiir.
Akilli telefonlarda, bilgisayarlarda ve kamera igeren biitiin sistemlerde, yiiz tanima
sistemleri giivenlik sistemi olarak kullanilabilmektedir (Aksoy, 2019). Yiiz tanima

sistemlerinin yapis1 Sekil 2.3’de verilmistir.

dogrulama ve
Gorinti tanimlama

| Yiiz Tespiti ! Ozellik Gikarimi  |——9» Yiiz Tanima —

P —
Yiiz Veri Tabam

Sekil 2.3: Yiiz tanima sistemlerinin yapisi. (Kortli vd., 2020)

Yiiz tanima sistemleri ile ilgili ilk ¢alismalar 1960 ve 1970’11 yillarda baglamistir. Bu yillara
yiiz tanima sistemleri i¢in ilk asama yillar1 da demek miimkiindiir. Bu yillarda yiiz tanima
ile ilgili caligmalara, yliz tanima sistemlerinin kurucusu olarak kabul edilen Woody Bledsoe
onciiliik etmistir (Yang vd., 2018). Woody ¢alismalarinda, yiiz tanimada kullanilmak igin

gerekli olan yiiz hatlar1 iizerinde durmustur.

Yiiz tanima sistemlerinde, yliziin 6zellik ¢ikarimi bdlgelerinden referans noktalar1 alinir. Bu
noktalarin konumlar1 veri tabanina kaydedilerek, daha sonraki yiiz tanimalarda eslesme

kontrolii i¢in kullanilir.

Yiiz tanima sistemleri sik olarak kullanilmasinin yaninda, bu sistemlerin dezavantajlarinin

da oldugu g6z Oniinde bulundurulmalidir. Bu dezavantajlardan en Onemlileri sunlardir

(Aksoy, 2019):

- Yz tanima islemi, goriintiiler {izerinden yapildigindan hassas bir siniflandirma
yapilmasi gerekir.

- Yiz tanima islemlerinde kullanilacak goriintiilerin elde edilmesinde kullanilan cihaz,
ortamin 1§181, poz ayar1 ve renk ayari gibi dis etmenlerin dogru ve tutarli olmamasi,
siniflandirmanin yanlis sonuglanmasina neden olabilir.

- Yiiz tanima isleminde, yiiziin referans noktalar1 kaydedildiginden, ylizde kaza vb.
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etkenler ile degisimin ger¢eklesmesinde, yiiz tanima isleminin basarisi azalmaktadir.
- Yiiz tanimada kullanilan 6zellik noktalarinin her birey i¢in ayr1 saklanmasi, biiyiik
bir veri kiimesi olugmasini dogurmaktadir. Bu nedenle yiiz tanima isleminin
gergeklestirildigi veri tabaninin biiylimesi, sistemin dogruluk oranini arttirabilmesine

karsin sistemin hizinin azalmasina da yola agabilmektedir.

2.3.3 Retina ve iris Tanima

Retina ve iris tanima, giinimiizde sik¢a kullanilan ve giivenilirligi yiiksek kabul edilen

biyometrik sistem tiirlerindendir. Retina 6rnegi Sekil 2.4’de goriilebilir.

Sekil 2.4: Retina ag1. (Manav, 2010)

Retina, goziimiizde bulunan ve ilizerinde gelen 1sinlarin beynimize génderilmesinde gorev
alan bir ag yapidir. Bu ag yapinin goriintiisii, retina tabanli g6z tanima sistemlerinin temelini
olusturur. Bu taramanin, ag tabakasinin goriintiisii iizerinden yapilmasinin sonucu olarak
gozliik takilmasi veya hareket edilmesi durumunda sistemin yanlis sonuglar {iretebilecegi

sOylenebilir (Manav, 2010).

Iris, gdziimiiziin renkli kisimlarini olusturan bdliimdiir. Iris tabanli gz tanima sistemlerinde,
irisin goriintiisii tizerinden belirli referans noktalar1 belirlenir. Bu yontem kulak ve parmak
izi yontemlerine benzemektedir. Bu sistemin en onemli avantaji, irisin her kiside farklh
olmasidir. Bu nedenle ayirt edici o6zellikler arasinda yer almaktadir. Bu sistemlerde
karsilagilabilecek en biiyiik dezavantaj, referans goriintlisii alinirken sabit bir noktaya
bakilmasiin gerekilmesidir. Aksi takdirde, daha sonra karsilastirilma yapilacak goriintiiniin

farkli noktaya bakilarak ¢ekilmesi ile karsilagtirmanin zorlastirilacagi 6ngoriilebilir (Manav,
2010).
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2.3.4 Ses Tanima

Ses tanima sistemleri, kisilerin seslerine baglh olarak calisan sistemlerdir. Bu sistemlerde
sesin kullanildig1 farkli yontemler kullanilmaktadir. Temelde metin bagimli ve metin
bagimsiz olarak ayrilan bu yontemler, alt dal olarak 4 farkli yontemde ele alinabilir. Bu

yontemler sunlardir (Cakir, 2017):

- Temel Alinan Ses Birimine Gore Konusma Tammma: Bu yontemde, seslerin
kelimelere ve hecelere gore ele alinmast kullanilir. Yontemde ses tanima igin
kelimeler ve heceler aras1 bosluklar ve siireler hesaplanir ve karsilastirma yapilir.

- Konusmaciya Gore Konusma Tanima: Bu yontemde, konusma yapan kullanici ile
daha 6nce sistemde kayitli olan sesler karsilastirilir. Karsilastirma i¢in verilen belirli
kelimeler konusmaciya okutulur ve ayni kelimelerin okundugu kayitlar ile
karsilastirilir.

- Sesin Siirekliligine Gore Konusma Tanima: Bu yontemde, okuyucuya verilen
kelime dizilerinin okunmasindaki belirli kelimelerin tespiti ile gerceklestirilir.

-  Metne Gore Konusma Tamima: Bu yontemde kullanilan tanimlama metne baghdir.

Bu nedenle kullanilan egitim seti metne baglh olarak olusturulur.

Ses tanima sistemleri, insanlarin seslerine bagl olarak ¢calismasindan dolay1 6rnegin hastalik
gibi sesin iiretilmesine etki eden bir durumda kullanimi zordur. Ayrica tiim ses dosyalarinin

da kaydedilmesi gerektiginden veri taban1 maliyeti de yiiksektir.

2.3.5 Parmak izi Tanima

Parmak izi tanima sistemleri, giinlimiizde en sik kullanilan gilivenlik ve tanima
sistemlerinden biridir. Akill1 telefonlarda, kriminal vakalarda ve personel takip sistemlerinde
parmak izi tanima sistemleri sik¢a kullanilmaktadir. Parmak izi orne8i Sekil 2.5°de

goriilebilir.
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Sekil 2.5: Parmak izi 6rnegi. (Ceyhan, 2012)

Parmak izi taramada, parmak izinin goriintiisiinde belirlenen farkli alt 6zellik noktalari
kullanilir. Bu 0Ozellik noktalar1 vadiler ve tepelerden olusmaktadir. Parmak izi
goriintlilerindeki bu vadilerin ve tepelerin konum noktalar1 kaydedilir ve daha sonraki tanima
islemlerinde karsilastirma i¢in kullanilir. Bu noktalara 6znitelik noktalar1 denilmektedir.
Yeterli sayida benzer Oznitelik noktasi bulundugunda parmak izi karsilastirmasi

tamamlanmis olur (Xia vd., 2017).

Parmak izi sistemleri otomatik ve yar1 otomatik olmak iizere iki temel kategoride
incelenebilir. Otomatik sistemlerde parmak izinden 6znitelik noktalarinin ¢ikarimi otomatik
olarak gerceklesir. Yari otomatik sistemde ise bu islem formiiller ile gergeklesir. Parmak izi
sistemlerinde genellikle otomatik sistemler kullanilmaktadir(Deshpande ve Malemath,
2022).

Parmak 1izi sistemleri, parmak izlerinin ayirt edici 6zellik olmasindan dolayr yiiksek
dogruluga sahip tanima sistemleri arasinda yer almaktadir. Bu nedenle yiiksek giivenilirlik

gereken alanlarda sik¢a kullanilmaktadir.

2.3.6 Damar Tanima

Damar tanima sistemleri, géz tanima sistemlerinde kullanilan retina tarama sistemleri gibi
damarlarin goriintiileri tizerinden yapilan karsilastirma ile kullanilir. Bu yontemde parmak
veya el gibi viicudun sabit bir boliimiindeki damar haritasinin goriintiisii kullanilir. E1 damar
haritasinin goriintiisiiniin kisilere 6zgii oldugu kanitlandigindan, sik kullanilmasa da ayirt
edici bir tanima sistemi oldugu soylenebilir (Wang ve Wang, 2017). El damar ag1 ornegi
Sekil 2.6°da goriilebilir.
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Sekil 2.6: El damar ag1 (Wang ve Wang, 2017)

Damar tanima sistemlerinin sik kullanilmamasiin baslica sebebi, kullanicinin kilo
degisimlerinde damar yapisinda degisim meydana gelebilmesidir. Ayrica damar goriintiileri

kizi1l 6tesi olarak kaydedildiginden depolamasi zordur.
2.3.7 Kulak Tanima

Kulak tanima sistemleri, giinlimiizde popiilerligi artmakta olan biyometrik tanima sistemleri
arasindadir. Kulak goriintiilerinin, kisiler arasinda ayirt edici 6zellik olarak kullanildig: farkli

calismalar dogrultusunda kanitlanmistir (Karauslu vd., 2022).

Sekil 2.7: Kulak tanimada kullanilan 6znitelik noktalar1 (Yaman vd., 2018)

Kulak tanimada, parmak izi tanimada oldugu gibi kulak goriintiisiinii lizerinde bulunan
Oznitelik noktalar1 belirlenir. Bu noktalarin konumu ve aralarindaki iliski gbz Oniinde
bulundurularak sistemdeki kayithh noktalar ile karsilastirma yapilir. Kulak tanimada

kullanilan 6znitelik noktalar1 Sekil 2.7°de goriilebilir.

Kulak tanima sistemlerinde farkli yontemler kullanilsa da en ¢ok kullanilan yontemlerin

derin 6grenme yontemleri oldugunu sdylemek miimkiindiir (Dodge vd., 2018). Derin
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O0grenme yontemleri arasinda da en ¢ok Evrisimli Sinir Aglari tercih edilmektedir. Evrisimli
Sinir Aglar1 sayesinde kulak goriintiilerindeki Oznitelik noktalarimin ayirt edilmesi
gerceklesir. Bu ayirt edici Oznitelik noktalarinin birbirleriyle iliskilendirilmesi ve veri
tabaninda daha onceden elde edilen veriler ile karsilastirilmasi ile kulak tanima islemi

gergeklestirilir (Karauslu vd., 2022).

Kulak tanima sistemlerinin gilivenilir sistemler arasinin olmasinin yaninda, dezavantajlar1 da
vardir. Bu dezavantajlar sunlardir:

- Veri tabanimin biiyiikliigii, sistemin dogrulugunu biiyiik 6lctlide etkileyebilmektedir.

- Kulak tanimada kullanilacak kulak goriintiilerinin ¢ekimi 6zenli olarak yapilmalidir.

Cekim yapilan ortamdaki 151k, poz ayari, renk ayar1 ve uzaklik gibi etkenlerin

degismesi, kulak tanima islemlerinde farkli sonuglar alinabilmesini

dogurabilmektedir.

Bu dezavantajlar g6z onilinde bulunduruldugunda, kontrollii kosullarda kulak tanima

sistemlerinin yiiksek dogruluk oranlarinda ¢aligsabilecegi dngoriilebilir.
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3- KULAK TANIMA SiISTEMLERI VE ISLEMLERI

Kulak biyometrigi, giinlimiizde yayginlasmaya baslayan biyometrik 6zellikler arasinda yer
almaktadir. Kulak biyometrigi ile ilgili yapilan ¢alismalarin artmasi ile kulak tanima
sistemlerinin giinliik hayatta kullaniminin yayginlastigi goriilmektedir (Galdamez vd.,
2017).

Helix

Foseta

Inferior Curs
of Antihelix

Superior Crus
of Antihelix

Crus of Helix

Tragus

Incisura

Sekil 3.1: D1s kulak anatomisi. (Kavipriya ve Muthukumar, 2019)

Kulak tanima sistemlerinde dis kulak anatomisi kullanilmaktadir. Bu béliimler Sekil 3.1°de
helix, foseta, antihelix, superior crus of antihelix, crus of helix, inferior crus of helix, concha,
antitragus, tragus ve incisura olmak iizere gosterilmistir. Bu bdoliimler kulak tanima

sistemlerinde Oznitelik noktalarinin belirlenmesinde kullanilmaktadir (Kavipriya ve
Muthukumar, 2019).

Kulak tanima sistemlerinde temel olarak, kulagin dig goriintiisinde bulunan Oznitelik
noktalart kullanilir. Bu 6znitelik noktalarinin konumu ve aralarindaki uzakliklar gibi
Ozellikler kullanilarak karsilastirma yapilir. Bu karsilastirma sonucunda eslesmesi en yliksek
olan kulak goriintiisii se¢ilir ve kulak tanima tamamlanmis olur (Kavipriya ve Muthukumar,
2019).
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3.1 Kulak Biyometriginin Uygulama Alanlar:

Kulak biyometrigi, gelisen teknoloji ile giiniimiizde pek ¢ok alanda kullanilmaya
baslanmustir. Kulak biyometriginin kisilere 6zel olmasi ve taklidinin zor olmasi sebebiyle

giivenilir bir tanima yontemi olarak goriilmektedir.

Kulak biyometriginin kullanildig1 ve kullanilmas1 uygun alanlarina 6rnek olarak;

- Sistemlerin kimlik dogrulama islemleri,

- Akilli ev sistemleri,

- Bina giris ve yoklama islemleri,

- Havaalani gibi seyahat yerlerinde kontrol islemi,

- Kriminal vakalarda kimlik tespiti,

- Kimlik kart1, pasaport ve siiriicii belgesi gibi devlet uygulamalari,

- Dogrulama gerektiren finansal islemler

gibi ¢esitli alanlarda kulak biyometriginin kullaniminin uygulanabilecegi sdylenebilir.

Kulak biyometrigi tek basina kullanilabildigi gibi farkli biyometrik tanima sistemlerine
yardimc1 olarak da kullanilabilmektedir. Ornek olarak kriminal vakalarda suglunun
kimliginin taninmasina kullanilacak yiiz tanima sisteminin basarist yetersiz olabilir. Boyle
bir durumda, arastirmanin konusu olan kulak biyometriginden soft biyometrik dzelliklerin
cikarimi kullanilarak, yiliz tanima sistemine yardimci olarak kriminal vakalarda su¢lunun

kimligini tespit edilmesi saglanabilir.

Bir onceki ornekteki gibi; kimlik dogrulama sistemlerinde, bina giris ve yoklama
islemlerinde, havaalani gibi seyahat yerlerinde ses ve yiiz tanima gibi biyometrik sistemlere
yardimct olarak kulak tanima sistemlerinin kullanilmasin kimlik tespiti ve tanima gibi

islemlerin dogrulugunu arttiracag sdylenebilir.
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3.2 Kulak Biyometriginin Giiclii ve Zayif Yonleri

Kulak biyometriginin kullanildig: sistemlerin de diger biyometrik sistemler gibi zayif ve

giiclii yonleri bulunmaktadir. Bu zayif ve gii¢lii yonlerin bilinmesi, sistemin kullanilacagi

alan acisindan son derece Onem arz etmektedir. Kulak biyometrisinin kullanildig:

sistemlerde gliclii yonlerin agir basmasinin, sistemin gilivenilirligini ve dogrulugunu

artiracagl ongorilebilmektedir.

Kulak biyometriginin, biyometrik sistemlerde kullanilmasinda g6z oniinde bulundurulan
giiclii yonleri (Meng vd.,2021; Wang vd., 2021);

8 ile 70 yas arasinda kulak seklinin degismemesi; dolayisiyla kulak biyometrikleri
ile tanimanin bu yaslar arasinda miimkiin olmast,

Kulagin oniine gelen sa¢in kizilotesi ¢ekim ile goz ardi edilebilmesi,

Topluma agik alanlarda kullanildiginda parmak izi gibi biyometrik sistemlere gore
temassiz gergeklestirilebilmesi ve bu nedenle daha hijyenik olmasi,

Kulak goriintiilerindeki arka planin kulak tanimadan bagimsiz olmasi ve dolayisiyla
farkli ortamlardan elde edilen goriintiiler ile kolaylikla ¢alisabilmesi,

Cep telefonu kamerast gibi giindelik kullanilan araglar yardimi ile elde edilebilir
olmasi,

Kulak seklinin mimikler ile ¢ok az degisime ugramasi gibi énemli noktalarda
belirtilebilir.

Kulak biyometriginin yukarida belirtilen giligli yOnlerine karsin zayif yonleri de

bulunmaktadir. Bu zayif yonler ise (Meng vd.,2021; Wang vd., 2021);

Kulak tanimada kullanilacak fotograflarin ¢ekildigi ortamdaki 151k, pozlama
mesafesi, renk ayar1 gibi dis faktorlerinin 6nemli rol oynamasi,

Kulak tanima islemi goriintii lizerinden yapildigindan goriintii kalitesinin 6nem arz
etmesi,

Kulak tanima islemlerinde kullanilmak {izere depolanmis kulak goriintiilerinin veri
tabaninda biiyiik bir yer kaplamasi ve bu nedenle biiyiikk veri tabanlari igeren
sistemlerde ¢aligma hizlarinda veri sayisi ile ters orantili olarak yavaglama yaganmasi

olarak belirtilebilir. Kulak biyometriklerinin kullanilmasi planlanan sistemlerde bu

17



giiclii ve zayif yonlerin dogru olarak ele alinmasinin, sistemin basarili bir sekilde

calismasi agisindan 6nemli bir role sahip oldugunu s6ylemek miimkiindiir.

3.3 On Isleme ve Oznitelik Cikarimi

Kulak biyometriginin  kullanildigt tanima sistemlerinde kulak goriintiilerinde
yararlanilmaktadir. Bu kulak goriintiilerinin tanima islemlerinde kullanilabilmesi i¢in 6n

islemeye tabii tutulmasi gerekmektedir (Dodge vd., 2018).

On islemenin temel amaci, kulak tanimada kullanilacak gériintiideki &zniteliklerin daha
dogru elde edilebilmesidir. Kulak tanima kapsamindaki 6znitelikler, dis kulakta bulunan
farkli bolgeler olarak tanimlanmaktadir. Bu boélgelerin dogru ve kararli bir sekilde

belirlenmesi, tanima isleminin dogrulugunun artmasini saglayacaktir.

Kulak tanima islemlerinde o6n isleme i¢in farkli iyilestirmeler kullanilmaktadir. Bu

tyilestirmelerden bazilar1 sunlardir (Kagar, 2019):

- Bulaniklik giderme,

- Giirtltii temizleme,

- Kontrast ayari,

- Yumusatma,

- GOriintli yogunlugu ayart,
- Cozliiniirliik artirma,

- Histogram esitleme.

Yukarida belirtilen iyilestirmelerden bir veya birkaginin 6n islemede kullanilmasiyla elde

edilen goriintiilerin 6znitelik ¢ikarimi i¢in daha uygun bir hale getirilmesi miimkiindiir.
Kulak  tanimada  kullanilan  Ozniteliklerin ~ ¢ikariminda  farkli  yontemlerden

yararlanilmaktadir. Bu yontemlerde temel olarak 6znitelik vektorleri kullanilmaktadir. Bu

vektorlerin nasil elde edildigi de yontemlerin temel ayrimini olusturmaktadir.
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Sekil 3.2: Oznitelik ¢ikarim yéntemleri. (Mutlag vd., 2020)

Oznitelik ¢ikariminda kullamilan temel yontemler Sekil 3.2°de verilmistir. Bu yontemler
temel olarak geometrik, istatiksel, doku ve renk olmak {izere dort ana baglikta
incelenebilmektedir. Bu basliklarina altinda kullanilan yontemlerde dikkate alinan
hususlarin benzerlik gosterdigini gormek miimkiindiir. Elde edilen veriler géz Oniinde
bulundurularak bu yontemlerden bir veya birden fazlasinin kullanilmasiyla 6znitelik

cikarimi islemleri gergeklestirilmektedir.
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3.4 Eslestirme

Kulak tanimma isleminde kullanilacak goriintiiler, on isleme ve Oznitelik ¢ikarimi
islemlerinden sonra eslestirmeye tabii tutulmaktadir. Bu islem 6z nitelikler arasindaki
baglantilardan elde edilen verilerin veri tabanindaki veriler ile karsilagtirilmasi yoluyla

gerceklestirilmektedir (Yaman vd., 2018).

Goriintiyi Kulak profil Poz ve boyut
inceleme P | Kalek cknnm) > algilama = normalizasyonu

€—  Eslestirme &—| Oznitelik Cikarimi g

Fuzyon ve karar

l€—| Eslestirme &—| Oznitelik Cikarimi | g

Sekil 3.3: Kulak tanima islemi. (Hansley vd., 2018)

Kulak tanima isleminin temel adimlar1 Sekil 3.3’de verilmistir. Sekilde goriildiigli gibi 6n
isleme ve Oznitelik ¢ikarimi sonrasinda esleme islemi gerceklestirilmektedir. Eslestirme
isleminin sonucuna gore de diger eslestirmeler ise birlestirme ve karar verme
gerceklestirilmektedir. Karar verme sonucunda da dogruluk oranlar1 g6z Oniinde

bulundurularak bir siniflandirma yapilir ve kulak tanima iglemi gergeklesmis olur.
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4- SINIFLANDIRMA ALGORITMALARI

Siiflandirma algoritmalari, herhangi bir veri seti igerisindeki herhangi bir veri sinifinin, veri
smifi bilinmeyen yeni bir veri ile siniflandirilma gerceklestirilmesi ig¢in kullanilan
algoritmalardir. Bu algoritmalardan en sik kullanilanlar1 arasinda Destek Vektor Makineleri,
Derin Ogrenme, Lojistik Regresyon, Dogrusal Regresyon, LibSVM, Rastgele Orman ve

Naive Bayes algoritmalar1 yer almaktadir.
4.1 Destek Vektor Makineleri Algoritmasi

Destek Vektor Makineleri algoritmasi, risk azaltma yontemine dayali ¢alisan bir
siiflandirma algoritmasi tiiriidiir. Bu algoritma tiirli, siniflandirma ve veri bilgilerindeki
Orintillerin taninmasi i¢in Vladimir Vapnik ve Alexey Chervonenkis tarafindan
gelistirilmistir (Cortes ve Vapnik (1995). Destek Vektor Makinesi algoritmasi herhangi bir
dagilim igeren fonksiyona gerek duymadan ¢alisabildigi i¢in, bu algoritma bagimsiz

O0grenme algoritmalari arasinda yer almaktadir (Ayhan ve Erdogmus, 2014).

Destek Vektor Makineleri algoritmasinda, iki boyutlu uzayda bulunan veriler dogrusal
olarak ayrilmaktadir. Yapilan dogrusal ayrilmadan sonra elde edilen iki farkli veri
kiimesinin, ayrilan dogruya paralel olarak dogruya en yakin dogrular destek vektorleri olarak
adlandirilmaktadir (Kiiciiksille ve Ates, 2013). Dogrusal ayrilma formiilii Sekil 4.1°de

verilmistir.
f(X)=w>tX+b
Sekil 4.1: Dogrusal ayirma formiilii (Kiiciiksille ve Ates, 2013)

Sekil 4.1°de dogrusal ayrilma formiilii verilmistir. Formiilde bulunan WT ibaresi karar
fonksiyonda bulunan normali, b ifadesi dogrunun egilim verisini ve x ise destek vektorleri
tizerinde bulunan noktalar1 temsil etmektedir (Kiigiiksille ve Ates, 2013). Dogrusal ayirma

ve destek vektorleri Sekil 4.2°de 6rnek olarak verilmistir.
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Sekil 4.2: Dogrusal ayirma ve destek vektorleri (Kiigiiksille ve Ates, 2013).

4.2 Derin Ogrenme Algoritmasi

Derin 6grenme algoritmasi, insan beyninin taklit edilmesi ile gergeklestirilen bir makine
ogrenmesi siniflandirma algoritmasidir. Derin 6grenme algoritmalari igerisinde, yapay sinir
aglarmin kullanimi sikga gerceklesmektedir. Ancak yapay sinir aglarindan yararlanmadan

da derin 6grenme algoritmalar siniflandirma yapabilmektedir (Arunadevi vd., 2018).

Calismada kullanilan derin 6grenme algoritmas: RapidMiner uygulamasi iizerinde H20
tarafindan gelistirilen ileri beslemeli yapay sinir aglar1 mantig1 ile calismaktadir. Bu sinir
aglarimin normal sinir aglarindan farkli ise diigiimler arasindaki baglantilarin girdi
katmanindan ¢ikt1 katmanina dogru tek yonlii ilerlemesidir. Bu algoritma genellikle derin
sinir aglar1 ile birlikte kullanilmaktadir. Derin 6grenme algoritmasinin derin sinir aglar
icerisindeki Olasiliksal Dereceli Azalma ile birlikte kullanilmasi sayesinde model egitiminin
daha bagarili bir sekilde gerceklesmesi saglanabilmektedir (Deng vd. 2013). Derin Ogrenme
algoritmasinda kullanilan ileri beslemeli yapay sinir aglari yapisina ait bir 6rnek Sekil 4.3’de

verilmistir.

Girdi Gizli Katmanlar

Cikt1

Sekil 4.3: Ornek bir ileri beslemeli yapay sinir ag1 yapis1 (Ar1 ve Berberler, 2017)
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4.3 Lojistik Regresyon Algoritmasi

Lojistik Regresyon algoritmasi, herhangi bir varsayim gerektirmeden regresyon modelleri
kurulmasin1 saglayan bir algoritmadir. Ayrica bu algoritma, algoritmaya verilen
degiskenliklerin siirekli veya siireksiz olmasini 6nemsemeyen bir algoritmadir. Lojistik
regresyona benzer algoritmalar bulunmasina karsin, ka¢ adet grup oldugu gibi farkl
degiskenlerden otiirii diger regresyon algoritmalarindan farklidir (Senel ve Alatli, 2014). Bu
algoritmada veri ayrimi ¢izgisi i¢in en kiiciik kareler yontemi ve sigmoid fonksiyonu
kullanilmaktadir. Lojistik regresyon ic¢in kullanilan formil Sekil 4.4’de verilmistir. Bu
formiil ile herhangi iki siniftan biri i¢in, verinin o sinifa ait olma olasilig1 hesaplanmaktadir

(Dreiseitl ve Ohno-Machado, 2002).
Pk = 1 e-@m
Sekil 4.4: Lojistik regresyon formiilii (Dreiseitl ve Ohno-Machado, 2002).

Lojistik Regresyon algoritmasinin sonuglar1 veri tablosu olarak verilebildigi gibi aym
zamanda grafik olarak da verilebilmektedir. Lojistik regresyon algoritmasina ve sigmoid

fonksiyonuna ait bir 6rnek Sekil 4.5’de verilmistir.

Sekil 4.5: Ornek bir lojistik regresyon grafigi (Panesar vd., 2019).

4.4 Dogrusal Regresyon Algoritmasi

Dogrusal regresyon, her ne kadar regresyon algoritmasi olsa da lojistik algoritmalarindan
farkliliklar gostermektedir. Dogrusal regresyon algoritmasi igerisinde yapilan analizin
amaci, belirli bir veri seti kullanilarak yeni verilerin degiskenlerinin tahmin edilmesini

saglamaktir (Kilig, 2013). Ornek bir dogrusal regresyon grafigi Sekil 4.6°da goriilmektedir.
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Sekil 4.6: Ornek bir dogrusal regresyon grafigi (Potok, 2021).

Dogrusal regresyondaki degiskenlerin  durumu, dogrusal regresyon modelini
belirlemektedir. Dogrusal regresyondaki bagimsiz degiskenler bir adet ise bu regresyon basit
dogrusal regresyon olarak adlandirilmaktadir. Ayni degiskenlerin birden fazla olmasi
durumunda ise ¢oklu dogrusal regresyon modeli kullanilmaktadir. Bu algoritmada veri
ayrimi ¢izgisi i¢in maksimum olabilirlik yontemi kullanilmaktadir. Coklu dogrusal
regresyon modeli i¢in bir 6rnek formiil Sekil 4.7°de verilmistir. Verilen formiilde  degeri
degisken katsayilarini belirtirken € degeri ise regresyon sirasinda olusabilecek tesadiifi hata

degerini belirtmektedir. (Kilig, 2013).

Y; = Bo + Bix1 + Bax, + e BpXip + &
Sekil 4.7: Ornek bir coklu dogrusal regresyon formiilii (Kilig, 2013).

4.5 LibSVM Algoritmasi

LibSVM kiitiphane algoritmasi, Chang ve Lin (2011) tarafindan doktora déneminde
olusturulmus, smiflandirma algoritmalarindan biri olan Destek Vektor Makineleri
algoritmas1 i¢in kiitiiphaneler bulunduran bir kiitiiphanedir. Ayrica bu kiitliphane
siniflandirma algoritmasi olarak da kullanilabilmektedir. Bu algoritmanin Destek Vektor
Makineleri algoritmasindan en biiytik farki, ¢coklu veri tiirlerinin siniflandirilmasi i¢in farkl
islemlere gerek duymamasidir (Bektas vd.. 2016). LibSVM Kkiitiiphanesi igerisinde C-SVM,
nu-SVM ve tek sinif DVM algoritmalar: kullanilmaktadir.
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LibSVM algoritmasi, cogu zaman iki farkli smif ile smiflandirma i¢in, normalizasyon
sonrasindaki negatif ve pozitif degerlerin bir hiper diizlemde olabildigince ayristirmak
tizerine ¢aligmaktadir (Chen vd., 2020). Ayrica bu algoritma, birden ¢ok girdi ve tek bir ¢ikti

alinmas1 prensibinde calisan bir mimariye sahiptir. Ornek LibSVM mimarisi Sekil 4.8’de

goriilebilmektedir.
Uzanti b }
B T
a(l) : K(a.a,) it
Y & p' . == ~—,,__-:t""A )

a(2) & f j K(a.a;) L— S— — Cikt1 Y
i /\ IQ
» a(2) ‘-—____‘_": K(a,a,)

Sekil 4.8: Ornek bir LibSVM mimarisi (Chen vd., 2020).

4.6 Rastgele Orman Algoritmasi

Rastgele Orman algoritmasi, karar agaci algoritmasinin tiirlerinden biridir. Bu algoritmada
girdi olarak verilen degerlerden ¢ikt1 elde edilirken aga¢ yapisi temel alinarak yeni agaglar
uretilir. Ayrica algoritma ile kullanilacak veri seti pargalara boliiniip, her bir veri seti ile
diigtimler olusturulur. Daha sonra diigiimlerden ¢ikan agaglar i¢in rastgele bir sekilde 6zellik
secimi uygulanir ve agaglar gelistirilmeye devam edilir. Bu algoritmanin karar agaci
algoritmasindan en biiyiik farki ise budama isleminin yapilmamasidir (Ozlem ve Giingér,

2012). Rastgele Orman algoritmasinin ¢alisma prensibi Sekil 4.9°da goriilebilir.
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Sekil 4.9: Rastgele Orman algoritmasinin ¢alisma prensibi (Gajjar ve Zaveri, 2017).

Rastgele orman algoritmasinda, siniflandirma basarisini belirleyen 6nemli ti¢ degisken

vardir. Bu li¢ degisken sunlardir (Biau ve Scornet, 2016):

- Her bir agacta bulunan veri diigiimlerinin sayist.
- Dallanma i¢in gidilebilecek yon sayisi.

- Dallanmayan diigiimiin altindaki veri sayist.

Yukarida belirtilen {i¢ degisken goz onilinde bulundurularak, veri seti yapisina uygun olacak
sekilde bir model gelistirilebilmektedir. Ayrica bu islemler ile olusan her bir diigiimiin
homojenligi dlgiilerek dogru bir siiflandirma amaglanir. Homojenlik hesaplanma formiilii
Sekil 4.10°da goriilebilir. Burada T degeri egitime sokulan veriyi, Ci verinin ait oldugu sinifi
ve f (Ci, T)/T ibaresi ise secilen her bir 6rnegin belirlenen sinifin bir liyesi olmasi olasiligini

belirtmektedir (Ozlem ve Giingér, 2012).

Y ) # G CD/ITHEEC /T

Sekil 4.10: Homojenlik hesaplama formiilii (Ozlem ve Giingér, 2012).
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4.7 Naive Bayes Algoritmasi

Naive Bayes algoritmasi, Bayes teoremine dayanan bir siniflandirma algoritmasidir. Bu
algoritmada, 6zellikler bir vektor seklinde algoritmaya verilir ve Bayes teoremi sayesinde
Naive Bayes smiflandiricisi hesaplanir. Bu hesaplamadaki temel girdiler, istenilen sinifin

dogru veya yanlig tahmin edilme olasiliklaridir (Arpaci ve Kalipsiz, 2018).

Bayes teoremi, siniflandirmada tahmin edilecek sinifin olasiligi ile sinifin igerisindeki
bilinen bir 6zelligin olasiligmin  hesaplanmasi  kullanilarak yeni bir 6zelligin
smiflandirilmasi igin kullanilir. Yani bu teoremde, bilinen bir 6zellik igin sinif tahmin
olasilig1 ve bilinen bir siif i¢in bilinmeyen bir 6zelligin tahmin olasiligindan yararlanilir.
Bu teorem Sekil 4.11°de verilmistir. Teoremde sinif olarak C degeri ve 6zellik olarak x

degeri kullanilmistir (Solmaz vd., 2014).

P(x|C)

Sekil 4.11: Bayes teoremi (Solmaz vd., 2014).

Bayes algoritmasi grafiksel bir model olarak da gosterilebilmektedir. Model olarak
gosterimde her bir diigiim, algoritma igerisindeki bir degiskeni temsil etmektedir. Ayrica bu
diiglimler arasindaki baglantilar ise algoritmanin degiskenlerinin arasindaki iligkileri temsil
etmektedir. Bu iliskiler sayesinde degiskenlerin birbirlerine bagimliliklar1 tespit
edilebilmektedir (Haltas ve Alkan, 2013). Basit bir Naive Bayes yapist Sekil 4.12°de

goriilebilmektedir.

Cikn1 Cikni2 | --------=n-nn= Cikan

Sekil 4.12: Basit bir Naive Bayes yapisi (Haltas ve Alkan, 2013).

27



5. KULAK BIYOMETRIGI CALISMALARI

Calismanin bu boliimiinde, kulak goériintiileri yardimi ile kulak tanima, kimlik tespiti veya

soft biyometrik 6zelliklerin tahminini ve siniflandirmasini yapan ¢alismalar incelenmistir.

Firtina ve Silahtaroglu (2014) calismalarinda, kulaktan kisi ve kimlik tespiti i¢in bir
uygulama gelistirilmesi tizerinde durmuslardir. Calismada kulak goriintiileri {izerinden kenar
saptama yontemi kullanarak kulaga ait diiglim noktalarinin tespitini saglamislardir. Daha
sonra OpenCV algoritmasindaki Haar Cascade algoritmasi ile kimlik tespiti yapmiglardir.

Yapilan ¢alisma sonucunda %78,4 dogruluk orani ile kimlik tespiti gerceklestirmiglerdir.

Oraved vd. (2016) galismalarinda, mobil cihazlar tizerinde kulak tanima yapan bir uygulama
gelistirmislerdir. Calismalarinda veri seti i¢in kendi olusturduklari veri seti ve WPUTE veri
tabanin1 kullanmislardir. Calismalarinda kulak tanimlama igin Haar Cascade ve Oklid
Uzaklig1 algoritmalarindan yararlanmislardir. Yaptiklar1 calisma sonucunda en basarili
algoritmanin kendi veri setlerinde %90 ve WPUTE veri setinde %65 dogruluk ile tanima

yapabilecegi sonucunu ortaya koymuslardir.

Boodoo-Jahanger ve Baichoo (2013) caligmalarinda, Lokal ikili Oriintiiler algoritmasini
kullanarak kulak goriintiilerinden kulak tanima yapmay1 amaglamiglardir. Arastirmada veri
tabani olarak IIT Delhi veri tabanmi kullanmiglardir. Kullandiklar1 algoritma ile kulak
gorlintiilerini  pargalara bolerek her bir parga igerisindeki Oznitelik noktalarini
hesaplamiglardir. Yaptiklari calisma sonucunda kulak goriintiilerinden tanima i¢in %93’liik

bir dogruluk elde etmislerdir.

Ganapathi vd. (2018) calismalarinda, {i¢ boyutlu kulaktan kimlik tanima i¢in geometrik
istatistik temelli bir sistem olusturmuslardir. Calismalarinda Notre Dame Universitesi Halka
Acik Veri Tabani’m1 kullanmislardir. Sistemlerinde kulagin ii¢ boyutlu uzaydaki 6znitelik
noktalarini bularak bu noktalar: iki boyutlu diizleme indirip kimlik tanima uygulamasi
gerceklestirmislerdir. Bu noktalarin bulunmasinda da Yinelemeli En Yakin Nokta
algoritmasindan faydalanmiglardir. Yaptiklar1 calisma sonucunda, ii¢ boyutlu kulak

verilerinden %98,60 dogruluk orani ile kimlik tespiti gergeklestirmislerdir.
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Yaman vd. (2018) c¢alismalarinda, kulak goriintiilerinden yas ve cinsiyet tahmini
gerceklestirmislerdir. Calismada algoritma olarak ESA’dan yararlanmislardir. Ayrica veri
tabani olarak Multi-Pie veri tabanini kullanmislardir. Sonug olarak yas i¢in %52 ve cinsiyet

i¢cin %94 oraninda dogru siniflandirma gergeklestirmislerdir.

Gnanasivam ve Muttan (2013) ¢aligmalarinda, kulak biyometriklerinden cinsiyet tahmini
gerceklestirmiglerdir. Calismada algoritma olarak Bayes, kK-EYK ve YSA algoritmalarindan
yararlanmiglardir. Calisma sonucunda k-EYK algoritmasi ile cinsiyet tahmininde

%90,42’lik bir dogruluk elde etmislerdir.

Khorsandi ve Abdel-Mottaleb (2013) ¢alismalarinda, iki boyutlu kulak goriintiilerinden
cinsiyet tahmini tizerinde durmuslardir. Calismada kulak goriintiilerinden 6znitelik ¢ikarimi
icin Gabor filtrelerinden yararlanmiglardir. Ayrica ¢calismada veri tabani olarak Notre Dame
Universitesi Halka A¢itk Veri Tabani’mi kullanmislardir. Calismada siniflandirma igin
Yumusatilmig LO Norm algoritmasindan yararlanmiglardir. Calisma sonucunda %89,49

dogruluk ile cinsiyet siniflandirmasi yapmislardir.

Hassaballah vd. (2020) calismalarinda, kulaktan gorintillerinden tanima yapmak igin
SYYM’den yararlanmislardir. Calismada veri tabani olarak IIT Delhi — 1 [T Delhi—2, AMI
ve AWE veri tabanlarindan faydalanmislardir. Calisma sonucunda Delhi — 2 veri taban

tizerinde %98 oraninda dogrulukla tespit gergeklestirebilmislerdir.

Omara vd. (2016) calismalarinda, kulak goriintiilerinden kulak tanima yapmak igin
geometrik 6znitelik ¢ikarimi yapmislardir. Kulak 6znitelik ¢ikarimi i¢in kendi gelistirdikleri
algoritmada maksimum ve minimum olarak Kulak Yikseklik Cizgisi verilerinden
yararlanmiglardir. Calismalarint USTB ve IIT Delhi veri tabanlari ile gerceklestirmislerdir.
Sonug olarak USTB ve IIT Delhi veri tabanlar iizerinde sirasiyla %98,33 ve %99,60

dogruluk orani ile kulak tanima gerceklestirmislerdir.

Karasulu vd. (2022) g¢alismalarinda, kulak goriintiilerinden cinsiyet tahmini igin derin
o0grenme temelli melez bir model tasarlamislardir. Calismalarinda ESA ve TSA yapilarini
bir arada kullanarak cinsiyet tahmini dogruluk oranlarini yiikseltmeyi amaglamiglardir.
Calisma kapsaminda veri tabani olarak EarVN ve WPUT veri tabanlarini1 kullanmiglardir.

Calisma sonucunda EarVN i¢in %85,16, WPUT icin %87,61 cinsiyet tahmini dogruluk orani
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elde etmislerdir.

Rahman vd. (2014) ¢alismalarinda, kulak tanima i¢in geometrik 6zellikleri kullanmiglardir.
Kulak goriintiilerinden 6znitelik ¢ikarimi i¢in Canny Kenar Tespit algoritmasindan
yararlanmiglardir.  Algoritma  testlerini 50 adet kulak gorintiisii  {izerinde
gerceklestirmislerdir. Calisma sonucunda %96,8 oraninda dogruluk ile kulak tanima

gerceklestirmislerdir.

Jacob ve Raju (2014) ¢alismalarinda, iki boyutlu kulak gériintiilerinden kulak tanima igin
doku oOzelliklerini kullanan bir yaklasim {zerinde durmuslardir. Calismada doku
Ozelliklerinin kulak tanimada kullanilmasi alaninda kullanilan Gri Seviye Kesisim Matrisi,
Lokal Ikili Oriintii ve Gabor filtrelerinin verimliliklerini test etmislerdir. Sonug olarak

gelistirilen yontem ile %94,12 dogruluk orani ile kulak tanima gerceklestirmislerdir.

Anwar vd. (2015) calismalarinda, kulak tanima i¢in geometrik 6zellikleri kullanmislardir.
Calismada geometrik ozellik olarak sekil, ortalama, medyan ve Oklid Uzakhigi gibi
ozelliklerden yararlanmislardir. Son olarak smiflandirma i¢in k-EYK algoritmasindan
yararlanmiglardir. Yapilan testler sonucunda %98 oraninda bir dogrulukla kulak tanima

gerceklestirmislerdir.

Ying vd. (2018) ¢alismalarinda, ESA kullanarak kulak tanima gergeklestirmislerdir. Kulak
tanima i¢in ESA algoritmalarini farkli agilarda ¢ekilmis kulak goriintiileri ile test etmislerdir.
Calisma sonucunda farkli agilardaki kulak goriintiilerinde %90 tizerindeki oranlarda kulak

tanima Basarisielde etmisglerdir.

Lei vd. (2013) ¢alismalarinda, ii¢ boyutlu kulak goriintiilerinden cinsiyet tahmini tizerinde
durmuslardir. Calismada kulak goriintiilerinden 06znitelik ¢ikarimi i¢in DSH ve DVM
algoritmalarindan yararlanmislardir. Calismanin veri tabani olarak Notre Dame Universitesi
Halka Ag¢ik Veri Tabani’mi kullanmislardir. Calisma sonucunda, ii¢ boyutlu kulak

goriintlilerinden cinsiyet siniflandirmasi i¢in %92,94 dogruluk orani elde etmislerdir.

Nguyen-Quoc vd. (2020) ¢alismalarinda, kulak goriintiilerinden cinsiyet tahmini {izerinde
durmuslardir. Calisma kapsaminda veri tabani olarak EarVNI.0 veri tabanim

kullanmiglardir. Siniflandirma algoritmalarinda ise k-EYK, DVM ve Rastgele Orman
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algoritmalarin1 kullanmiglardir. Sonug olarak %80,36 dogruluk orani ile cinsiyet tahmini

gerceklestirmislerdir.

Dodge vd. (2018) calismalarinda, Derin Sinir Aglar1 yardimi ile kulak tanima islemi
gergeklestirmislerdir. Calismada 6grenme ve siniflandirma algoritmasi olarak Derin Sinir
Aglar1 algoritmasini kullanmislardir. Calisma sonucunda test sonuglari arasindaki en yiliksek
dogruluk olarak %93,48 ile kulak tanima islemini Derin Sinir Aglar1 ydntemiyle

tamamlamislardir.

Zhang ve Whang (2011) ¢alismalarinda, yliz profil ve kulak goriintiilerinden cinsiyet
tahmini yapmuslardir. Cinsiyet tahmini yapilirken, 6zniteliklerin tespiti i¢in Ozellik Cantas:
yaklasgimindan yararlanmislardir. Calismada yapilacak siniflandirma i¢in DVM
algoritmasin1  kullanmislardir. Sonu¢ olarak %97,65 dogruluk orani ile cinsiyet

siiflandirmasi gergeklestirilmistir.

Khaldi vd. (2021) c¢alismalarinda, denetimsiz derin aktif 6grenme kullanarak kulak tanima
islemi gerceklestirmeyi hedeflemislerdir. Calisma i¢in Matematiksel Goriintii Analizi,
Beijing Teknoloji Universitesi ve Agiklamali Kulak Aglar1 adl1 ii¢ farkli veri tabani kullanip,
smiflandirma i¢in ise ESA algoritmasindan yararlanmiglardir. Sonug olarak farkli veri
tabanlarinda %100, %98,33 ve %51,25 dogruluk oram1 ile kulak tanima
gerceklestirmislerdir.

Alshazly vd. (2020) calismalarinda, sinir olmadan kulak tanima igin Derin ESA
algoritmalarin1 kullanmay1 test etmislerdir. Test i¢in EarVN1.0 veri tabanindan
yararlanmiglardir. Algoritma testlerini ESA algoritmasi ile gerceklestirmislerdir. Calismada
kullanilan veri seti i¢in ESA algoritmasini ince ayar ile diizenledikten sonra, en yiiksek

dogruluk olarak %95,85 ile kulak tanima islemini gerceklestirmislerdir.

Literatiir taramasindaki caligmalarin tahmin smifi, kullanilan algoritma, veri seti ve

dogruluklarina ait bilgiler Tablo 5.1°de verilmistir.
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Tablo 5.1: Literatiirdeki kulak biyometrigi ¢calismalari.

REEENS

Calisma Odag

Kullanilan

Veri seti

Firtina vd.(2014)
Oravec vd. (2016)

Oravec vd. (2016)

Boodoo-Jahanger ve
Baichoo (2013)
Ganapathi vd (2018)

Yaman vd. (2018)

Gnanasivam ve
Muttan (2013)
Khorsandi ve Abdel-
Mottaleb (2013)
Hassaballah vd.
(2020)
Omara vd. (2016)
Omara vd. (2016)
Karasulu vd. (2022)

Karasulu vd. (2022)
Rahman vd. (2014)
Jacob ve Raju (2014)

Anwar vd. (2015)
Ying vd. (2018)
Lei vd. (2013)

Nguyen-Quoc vd.
(2020)
Dodge vd. (2018)

Zhang ve Whang
(20112)
Khaldi vd. (2021)

Khaldi vd. (2021)
Khaldi vd. (2021)
Alshazly vd. (2020)

Kimlik tespiti
Kulak tanima

Kulak tanima
Kulak tanima
Kimlik tespiti

Yas ve Cinsiyet
tahmini
Cinsiyet tahmini

Cinsiyet tahmini
Kulak tanima

Kulak tanima
Kulak tanima
Cinsiyet tahmini

Cinsiyet tahmini
Kulak tanima

Kulak tanima

Kulak tanima
Kulak tanima
Cinsiyet tahmini

Cinsiyet tahmini

Kulak tanima

Cinsiyet tahmini

Kulak tanima
Kulak tanima
Kulak tanima

Kulak tanima

Algoritmalar
Haar Cascade
Haar Cascade — Oklid

Uzakligi

Haar Cascade — Oklid

Uzaklig1

Lokal ikili Goriintiiler

Yinelemeli En Yakin

Nokta
ESA

Bayes - k-EYK -
YSA
Gabor filtreleri

SYYM

Kendi gelistirilen
Kendi gelistirilen
ESA - YSA

ESA - YSA
Canny Kenar Tespit

GSKM - Lokal Tkili
Oriintii - Gabor
filtreleri
k-EYK

TBA - DVM
DSH - DVM

k-EYK — DVM —
Rastgele Orman
Derin Sinir Aglari

DVM

ESA
ESA
ESA
ESA
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boyutu
273
20

60
375
1779
270
342
2340
793

180
375
28412

2071
50
442

150
Belirtilmemis
942
28412

1804
942

700
308
1000
28412

%78,4
%90

%65
%93
%98,60
%52 ve %94
%90,42
%89,49
%98

%98,33
%99,60
%85,16

%87,61
%96,8
%94,12

%98
%90
%92,94
%80,36

%93,48
%97,65

%100
%98,33
%51,25
%95,85



6. KULAK VERI SETLERININ HAZIRLANMASI

Calismada yapilacak siniflandirma iki farkli veri tabani olusturulmustur. Olusturulan ilk veri
taban1 (VT1) i¢in kulak goriintiilerinden ve anket verilerinden yararlanilmigtir. Calisma
kapsaminda Bartin ili i¢erisinde bulunan 105 kisiden kulak goriintiisii ve bu goriintiiler ile

iliskilendirilmek {izere anket verileri toplanmistir.

Calismada ikinci olarak kullanilan veri tabani1 (VT2) i¢in, internet {izerinden iinli kisilere ait
kulak goriintiileri ve soft biyometrik 6zellikler elde edilmistir. Calisma kapsaminda 250 ayr1
tinlii kisiye ait soft biyometrik 6zellikler ve 300 farkli kulak goriintiisti siniflandirma igin

elde edilmistir.

6.1.1. VT1 i¢in Kulak Gériintiilerinin Elde Edilmesi ve Kaydedilmesi

Calismada kullanilan VTI i¢in kulak goriintiilerinin elde edilmesinde 20.4 mp ¢oziiniirliige
sahip Sony A58 model fotograf makinesi kullanilmistir. Fotograf makinesi ile g¢ekilen
goriintliler yar1 kontrollii ortamda elde edilmistir. Fotograf ¢ekilen ortamlarda 151k ve arka
plan degisiklik gosterebilmektedir. Gortintiiler elde edilirken iizerinde durulan temel husus,
cekim yapilan kisinin kameraya uzaklig1 ve agisidir. Veri tabaninda kullanilacak goriintiiler
i¢in bu uzaklik 50 cm olarak belirlenmistir. Ayrica kamera agis1 da kulaga karsidan bakacak

sekilde 90 derece olarak ayarlamistir. Arastirmada kullanilan VVT1 veri tabanina ait 6rnek bir

\

islenmemis goriintii Sekil 6.1°de goriilebilir.

Sekil 6.1: VT1 veri tabanindaki kulak goriintiisii 6rnegi.
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6.1.2. VT1 i¢cin Anket Verilerinin Veri Tabanina Kaydedilmesi

Calisma kapsaminda VTI1 i¢in kulak goriintiileri ile elde edilen anket verileri, kulak
gorlntiileri ile iligkilendirilebilmek adina numaralandirilmistir.  Numaralandirilmanin
kullanilmasindaki baslica sebep, goriintiiye ve bilgilere ait kisinin kimliginin alinmamasidir.
Yapilan numaralandirma giin/ay/y1l ve giiniin kaginc goriintiisii oldugu seklinde yapilmistir.
Ornek olarak 20 Eyliil 2022 tarihinde ilk yapilan kisinin numaras1 “20092201” olarak

verilmistir. Bu sayede kulak goriintiisii ve anket verisi iliskilendirmistir.

Anket ile elde edilen veriler numaralandirildiktan sonra Microsoft Excel uygulamasinda
siiflandirilmistir. Bu siniflar cinsiyet, yas, boy, dogal sa¢ rengi, sa¢ tipi, gz rengi ve ten
rengi olmak tizere yedi adet olarak belirlenmistir. Goriintii isleme yontemleri ile elde edilen

veriler de yine ayn1 dosya iizerinde tahmin islemlerinde kullanilmak {izere depolanmustir.

6.2. VT2 i¢in Kulak Gériintiilerinin ve Soft Biyometrik Ozelliklerin Elde Edilmesi ve
Kaydedilmesi

Calismada kullanilan VT2 i¢in kulak goriintiiliileri, internet ilizerinden fotografin ¢ekilme
tarihi goz Oniinde bulundurularak elde edilmistir. Elde edilen gorintiler farkl
coziiniirliiklere ve farkli 1giklandirma ortamlarina sahiplerdir. VT2 deki goriintiiler VT1’e
gore daha c¢ok farklilik gosterdigini sdylemek miimkiindiir. Arastirmada kullanilan VT2
veritabanina ait bir goriintii Sekil 6.2°de verilmistir. Ayrica kulak goriintiilerinin sahibi olan

kisilerin soft biyometrik 6zelliklerine de internet lizerinden erigilmistir.

Sekil 6.2: VT2 veri tabanindaki kulak goriintiisii 6rnegi.
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7. KULAK GORUNTUSUNDEN SOFT BIYOMETRIK
OZELLIKLERIN TAHMIN EDIiLMESI

Literatiirde kulak goriintiilerinden soft biyometrik 6zelliklerin ¢ikarimi igin farkli yontemler
bulunmaktadir. Bu ¢alismada, soft biyometrik 6zelliklerin tahmini i¢in kulak goriintiileri 6n
islemlerden gecirilerek, goriintii lizerindeki piksellerin konumlarindan yararlanilmistir. Bir
sonraki boliimde kulak goriintiilerinden ¢ikarim yapilmasi i¢in yapilan gorlinti isleme

yontemleri agiklanmaktir.

7.1. Kulak Gériintiileri On islemleri

Calisma kapsaminda VT1 veri tabani icin Sony A58 fotograf makinesi ile elde edilen
goriintiiler 6048 x 4032 piksel ¢oziinirligiindedir. Her iki veri tabanmi igin ilk olarak
goriintliler sadece kulak kisminin goriilecegi sekilde kirpilip, goriintli ¢oziiniirligi 64 x 64
piksel olacak sekilde yeniden ol¢eklendirilmistir. Bu asamalardan gegen O0rnek bir goriintii

Sekil 7.1°de goriilebilir.

a)

Sekil 7.1: Kirpma ve yeniden boyutlandirma isleminden gegen kulak goriintiisii a) VT1 b)
VT2

Goriintiileri kirpma ve yeniden boyutlandirma islemi Python programlama dili ile

gerceklestirilmistir. Bu islemlerden sonraki on isleme islemlerinde Matlab uygulamasi

kullanilmistir.
Kirpilmis ve yeniden boyutlandirilmis goriintiiler, Matlab uygulamasinda ilk olarak

grayscale formata ¢evrilmistir. Yani biitiin renkler grinin tonu olacak sekilde ayarlanmistir.

Bu asamadaki goriintii Sekil 7.2°de goriilebilir.
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Sekil 7.2: Kirpma, yeniden boyutlandirma ve grayscale formata ¢evrilme isleminden gegen
kulak goriintiisii @) VT1 b) VT2

Grayscale formata cevrilme islemine tabi tutulan goriintiller daha sonra histogram

esitlemesine tabi tutulmustur. Bu sayede ortam isiklandirmasindan kaynaklanabilecek

farkliliklarin  azaltilmasi amaglanmistir. Histogram esitlemesinde kullanilan referans

goriintii, veritabanindaki ilk goriintii olarak secilmistir. Onceki 6n isleme islemlerine ve

histogram esitleme islemine tabi tutulan 6rnek bir goriintii Sekil 7.3’de goriilebilir.

a)

Sekil 7.3: Kirpma, yeniden boyutlandirma, grayscale formata ¢evrilme ve histogram
esitleme isleminden gecen kulak goriintiisii a) VT1 b) VT2
Internet iizerinden elde edilen kulak goriintiilerinin farkli ¢oziiniirliikte olmasindan
kaynaklanabilecek bozukluklar i¢in VT2 veri tabanindaki goriintiilere, histogram esitleme
isleminden sonra medyan filtre uygulanmistir. Bu sayede goriintiide olusabilecek
kirliliklerin en aza indirilmesi amaglanmistir. Medyan filtre uygulanmis kulak goriintiisii

ornegi Sekil 7.4’de verilmistir.
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Sekil 7.4: Kirpma, yeniden boyutlandirma, grayscale formata ¢evrilme, histogram esitleme
ve medyan filtre isleminden gecen 6rnek bir VT2 veri tabani goriintiisii
Gorlintiiler, dnceki 6n isleme islemlerinden gecirildikten sonra, goriintiideki piksellerin
konumlarmin siyah ve beyaz ikili sistemde alinabilmesi igin goriintiiler siyah — beyaza
cevrilmistir. Bu sayede beyaza yakin olan gri pikseller beyaz, siyaha yakin olan gri pikseller
de siyah olarak doniistiiriilmiistiir. Ayrica bu sayede piksel verileri sifir ve bir olarak elde
edilebilmektedir. Tiim 6n islemlerden gegmis olan 6rnek bir kulak gortintiisti Sekil 7.5’de
goriilebilir. Iki veri tabani igin uygulanan islemler arasindaki tek fark VT2 veri tabanma ait
kulak goriintiilerine histogram esitleme isleminden sonra medyan filtre uygulanmasidir. Bu
filtrenin uygulanma sebebi, VT2 nin internet iizerinden elde edilen kulak goriintiilerinden

olugsmasindan 6tiirii olusabilecek gereksiz goriintii bozukluklarini giderilmesidir.

Sekil 7.5: Kirpma, yeniden boyutlandirma, grayscale formata gevrilme, histogram esitleme
ve siyah-beyaz isleminden gegen kulak goriintiisii a) VT1 b) VT2
Goriintiilere ait pikseller, tim 6n islemlere tabi tutulduktan sonra, siyah veya beyaz
olmalarma gore sifir ve bir degerlerini alabilmektedir. Ancak bu piksel degerlerinin
simiflandirmada kullanilabilmesi i¢in tek yonlii bir vektor olarak alinmasi gerekmektedir.
Normal haliyle iki boyutlu olan goriintii piksel verileri (en ve boy) tek bir boyuta ¢ekilmek
tizere, her satir bir 6nceki satirin sonuna gelecek sekilde diizenlenmistir. Daha sonra her bir
piksel verisi bir kolona gelecek sekilde, anket form verilerinin tutuldugu Excel dosyasina

kaydedilmistir.
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7.2. Soft Biyometrik Tahmin Sisteminin Gelistirilmesi

On islemden gegirilen goriintiiler ve diizenlenen form verileri, smiflandirma ve tahmin i¢in
RapidMiner ve Weka uygulamalarinda analiz edilmistir. Bu uygulamalarin seg¢ilme
nedenleri, daha 6nce soft biyometrik tahmin c¢alismalarinda tercih edilen veri isleme
uygulamalar1 olmalaridir. Ornek olarak Gillani vd. (2020) ¢alismalarinda yiirilyiis analizi
kullanarak insan yasini ve cinsiyetini tahmin etmeye ¢alismislardir. Caligmada kullanilan
verilerin siniflandirilmas1 i¢in Weka uygulamasindan yararlanmiglardir. Rapidminer
kullanilan bir calismaya 6rnek olarak da Pahwa ve Aggarwal (2016) ¢alismalarinda, ses

analizinden cinsiyet tahmini i¢in Rapidminer uygulamasindan yararlanmiglardir.

Bu uygulamalarin sonuglarinin karsilastirilmasi igin benzer siniflandirma algoritmalari
kullanilmasina karsin, bazi tahmin siniflarinda ikiden fazla veri ¢esidi olabilecegi i¢in sadece

ikili siniflandirma yapabilen algoritmalar kullanilmamagtir.

Yapilan tahmin islemlerinde kullanilan algoritmalarin testleri ve dogruluk siniflar1 i¢in tiim
tahmin islemlerinde 10 katlamali ¢apraz dogrulama kullanilmistir. Bu sayede test ve egitim
verisinin degiskenliginden kaynaklanabilecek yanlis dogruluk oranlarin 6niine gecilmesi
amaglanmistir. Ayrica ikiden fazla sinif tahmini yapilan testlerde uygulamalar polinomsal
smiftan ikili sinifa ¢evirme uygulayarak DVM gibi algoritmalarin ikiden fazla sinif bulunan

veri setlerini siniflandirmada kullanilmasini saglamustir.

7.3. Tahmin Islemleri icin Kistaslar

Anket verileri ile elde edilen bilgilerin goriintiilerden tahmin edilme iglemlerinde, tahmin
smiflarmin tahmin dogruluklart en yiiksek dogruluga sahip ilk iki algoritma olarak bir
sonraki boliimde detayli bir sekilde agiklanmustir. Segilen iki algoritma, DVM, Derin
Ogrenme, Lojistik Regresyon, LibSVM, Dogrusal Regresyon, Rastgele Orman ve Naive
Bayes algoritmalari arasindan en basarili olan algoritmalardir. Ayrica ¢calismanin dogrulugu
acisindan tahmin gruplarindan %10’un altinda olan gruplar ilgili algoritma testlerine dahil
edilmemistir. Bunun sebebi %10’un altinda olan gruplar, algoritma testlerinde tahmin

edilememektedir.
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Algoritma testleri sonucunda yapilan tahmin islemlerinin sonuglari, siniflandirma basarisi
disinda yanlis pozitif, dogru pozitif, recall, precision ve F1 skoru gibi kistaslara detayli
olarak verilmistir. Bu kistaslar siniflandirma islemleri sonucunda elde edilen hata matrisine
ornek bir matris {izerinden hesaplaranarak agiklanmistir. Ornek hata matrisi Sekil 7.6°da

verilmistir.

Erkek olarak Kadin olarak
o

Sekil 7.6: Ornek bir hata matrisi

Ornek olarak verilen hata matrisinden “erkek” cinsiyet grubu igin elde edilebilecek sonug
kistaslar1 sunlardir (Grandini vd., 2020):

- Dogru Pozitif: Algoritmanin tahmin edilmek istenilen sinifi dogru bir sekilde
tahmin ettigini gdsteren bir degerdir. Ornek hata matrisi i¢in bu deger 49°dur.

- Yanbhs Pozitif: Algoritmanin tahmin edilmek istenilen sinif disindaki tahminlerinde,
tahmin edilmek istenilen smifi tahmin ettigini gosteren bir degerdir. Ornek hata
matrisi i¢in bu deger 6°dir.

- Dogru Negatif: Algoritmanin tahmin edilmek istenilmeyen siniflar1 dogru olarak
tahmin ettigini gosteren bir degerdir. Ornek hata matrisi i¢in bu deger 40°dur.

- Yanhs Negatif: Algoritmanin tahmin edilmek istenilen sinifa ait degerleri farkl bir
siif olarak tahmin ettigini gdsteren bir degerdir. Ornek hata matrisi i¢in bu deger
10’dur.

- Recall: Dogru pozitiflerin, dogru pozitifler ve yanlis negatif ile toplamina orani ile
hesaplanir. Recall hesaplama formiilii Sekil 7.7’de gériilebilir. Ornek hata matrisi

icin bu deger 0,831 dir.

DP

R -
ecall = 352N

Sekil 7.7: Recall hesaplama formiilii.
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Precision: Dogru pozitiflerin tiim tanimlamalara gore oranini belirtir. Yani dogru
pozitifin, yanlis ve dogru pozitiflerin toplamina orani ile hesaplanir. Precision
hesaplama formiilii Sekil 7.8’de goriilebilir. Ornek hata matrisi icin bu deger

0,891 dir.

DP

Precision = —————
recision DP + YP

Sekil 7.8: Precision hesaplama formiili.

F1 Skoru: Recall ve precision degerlerinin harmonik ortalamasidir. F1 skoru
hesaplama formiilii Sekil 7.9°da goriilebilir. Ornek hata matrisi icin bu deger

0,860°dur.

precision * recall

F1=2x —
precision + recall

Sekil 7.9: F1 skoru hesaplama formiilii.

Siniflandirma Basarisi: Algoritmanin siniflandirma basarisint gosteren degerdir.
Siniflandirma basarisinin hesaplanma formiilii sekil 7.10°da goriilebilir. Ornek hata

matrisi i¢in bu deger %84,76 dir.

DP + DN
DP+ DN +YP+YN

Smiflandirma Basarist =

Sekil 7.10: Smiflandirma basarist hesaplama formiilii.

7.4. VT1 i¢in Tahmin islemleri
7.4.1. VT1 I¢in Cinsiyet Tahmini

Caligma kapsaminda elde edilen form verilerindeki cinsiyet sinifi verilerine bakildiginda, 53
erkek ve 52 kadin katilimci oldugu goriilmistiir. Bu durum, sinif tahmini i¢in dogru bir

dagilim olabileceginden tahmin islemine yardimci olabilecegi dngoriilmiistiir.

Cinsiyet tahmini i¢in RapidMiner uygulamasinda yapilan testler sonucunda en basarili iKi
algoritmanin sonuglar1 Tablo 7.1°de verilmistir. Bu algoritmalar LibSVM ve DVM olup,

dogruluk oranlari sirasiyla %84,18 ve %80 olarak tespit edilmistir.

40



Tablo 7.1: VT1 i¢in RapidMiner uygulamasinda ¢alistirilan LibSVM ve DVM
algoritmalarinin cinsiyet siniflandirma sonucu.

LibSVM %084,18
7 43 10 45 0,811 0,860 0,835 = Erkek

DVM 12 43 9 41 0,827 0,782 0,804 Kadin %080,00
9 41 12 43 0,811 0,860 0,835 = Erkek

Cinsiyet tahmini i¢in ayni veri seti kullanilarak Weka uygulamasi lizerinde yapilan testler
sonucunda en basarili algoritmalar %84,76 siniflandirma basarisi ile LibSVM algoritmasi ve
%77,14 siiflandirma basarist ile DVM algoritmas: oldugu goriilmistiir. Bu algoritmalarin

detayl1 sonuglar1 Tablo 7.2°de verilmistir.

Tablo 7.2: VT1 i¢in Weka uygulamasinda ¢aligtirilan LibSVM ve DVM algoritmalarinin
cinsiyet siiflandirma sonucu.

Algoritma  Yanhs Dogru Yanlis Dogru Recall Precision F1 Smf  Simflandirma
Pozitif ~ Pozitif Negatif Negatif Basarisi
LibSVM 10 46 6 43 0,885 0,821 0,852  Kadm %84,76
6 43 10 46 0,811 0,878 0,843 | Erkek
DVM 12 40 12 41 0,769 0,769 0,769  Kadm %77,14
12 41 12 40 0,774 0,771 0,773 | Erkek

iki farkli uygulamada smiflandirma algoritmalar1 ile yapilan testler sonucunda, cinsiyet
tahmininde en basarili algoritmanin %84,76 siniflandirma basarisi ile Weka uygulamasinda
bulunan LibSVM algoritmasi oldugu goriilmiistiir. RapidMiner uygulamasi tizerindeki en
basarili algoritma ise %84,18 dogruluk orani ile LibSVM algoritmas1 olmustur. Her iKi
uygulamanin cinsiyet tahmini i¢in en bagarili algoritmalarinin karsilastirilmasi Tablo 7.3°de

goriilebilir.

Tablo 7.3: VT1 i¢in RapidMiner ve Weka uygulamalarinin cinsiyet tahmini i¢in en basarilt
algoritmalarinin karsilastirilmasi.

Uygulama Algoritma  Yanhs  Dogru Yanhs Dogru  Recall Precision F1 S¥
Pozitif ~ Pozitif  Negatif  Negatif Basarisi
7 43 10 45 0,811 0,860 0,835 Erkek
Weka LibSVM 10 46 6 43 0,885 0,821 0,852 Kadin %384,76
6 43 10 46 0,811 0,878 0,843 Erkek
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7.4.2. VT1 icin Yas Tahmini

Calisma kapsaminda toplanilan anket verilerine bakildiginda, yas sinifinda alti farkli yas
araliginin bulundugu goriilmektedir. Bu yas araliklar1 arasindan “59-65” ve “65 ve lizeri”
grubundaki katilimcilarin sayisinin %10’dan az oldugu goriilmiistiir. Bu nedenle yas tahmini
yapilirken en ¢ok katilimeinin bulundugu dort grup olan “18-287, “29-38”, “39-48” ve “49-
58” yas gruplan testlere dahil edilmistir. Bu gruplarin sayr dagilimlart Sekil 7.11°de

verilmistir.
Yas Gruplarinin Dagilimlari
30
25 24 23 23
20 17
5
g 10
10 8
0
18-28 29-38 39-48 49-58 59-64 65 ve iizeri
Yas Grubu

Sekil 7.11: VT1 i¢in yas gruplarin veri dagilimlar

RapidMiner uygulamasinda yapilan algoritma testleri sonucunda, en basarili algoritmalarin
sirastyla %40,00 ile LibSVM ve %33,33 ile DVM oldugu goriilmiistiir. Siiflandirma

sonuglarinin detaylar1 Tablo 7.4’de verilmistir.

Tablo 7.4: VT1 i¢in RapidMiner uygulamasinda galistirilan Derin Ogrenme ve DVM
algoritmalarinin yas siniflandirma sonucu.

Algoritma  Yanlis Dogru Yanhs Dogru Recall  Precision F1 Smif  Smflandirma

Pozitif  Pozitif Negatif Negatif Basarisi
8 2 14 33 0,125 0,400 0,191 18-28

LibSVM 18 11 13 24 0,458 0,379 0,415 29-38 940,00
9 6 17 29 0,261 0,400 0,316  39-48
21 16 7 19 0,696 0,432 0,413 = 49-58
6 2 14 13 0,125 0,250 0,167 18-28

18 8 16 16 0,333 0,308 0,320 29-38 %33,33
DVM 12 3 20 22 0,130 0,200 0,158  39-48
21 16 7 18 0,696 0,432 0,533 = 49-58
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Yas tahmini i¢in ayni veri seti kullanilarak Weka uygulamasinda yapilan algoritma
testlerinde en yiiksek dogruluk oranlarina sahip algoritmalarin %32,56 siniflandirma basarisi
ile LIbSVM ve %29,07 siniflandirma basarisi ile DVM algoritmalart oldugu gorilmiistiir.

Bu algoritmalara ait detayli test sonuglart Tablo 7.5’de verilmistir.

Tablo 7.5: VT1 i¢in Weka uygulamasinda c¢aligtirilan LibSVM ve DVM algoritmalarinin
yas siiflandirma sonucu.

Algoritma  Yanhs Dogru  Yanlis Dogru  Recall Precision F1 Smif  Smiflandirma

Pozitif ~ Pozitif Negatif Negatif Basarisi

4 15 27 0,063 0,200 0,095 18-28

21 11 13 17 0,458 0,344 0,393 | 29-38 %032,56
LibSVM 16 5 18 23 0,217 0,238 0,227 = 39-48
17 11 12 17 0,478 0,393 0,431 = 49-58
11 3 13 22 0,188 0,214 0,200  18-28

21 8 16 20 0,333 0,276 0,302 = 29-38 %029,07
DVM 12 3 20 22 0,130 0,200 0,158 = 39-48
17 11 12 17 0,478 0,393 0,431 = 49-58

ki farkli uygulamada smiflandirma algoritmalari ile yapilan testler sonucunda, yas
tahmininde dogruluk orani en yiiksek olan algoritmanin %40,00 dogruluk orani ile
RapidMiner uygulamasinda bulunan LibSVM algoritmast oldugu gorilmiistiir. Ayrica
Weka uygulamasindaki en basarili algoritmanin %32,56 ile LibSVM algoritmasi olduklari
goriilmiistiir. Yas siniflandirmasi agisindan her iki uygulamanin en basarili algoritmalarinin

karsilagtiritlmasi Tablo 7.6’da goriilebilir.

Tablo 7.6: VT1 i¢cin RapidMiner ve Weka uygulamalarinin yas tahmini tizerindeki en
basarili algoritmalarinin karsilastirilmas.

Uygulama Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 S.

Pozitif ~ Pozitif Negatif Negatif Skoru Basarisi
3 2 14 33 0,125 0,400 0,191 18-28

18 11 13 24 0,458 0,379 0,415 29-38 240,00
RapidMiner 9 6 17 29 0,261 0,400 0,316 39-48
21 16 7 19 0,696 0,432 0,413 49-58
LibSVM 4 1 15 27 0,063 0,200 0,095 18-28

21 11 13 17 0,458 0,344 0,393 29-38 %32,56
Weka 16 5 18 23 0,217 0,238 0,227 39-48
17 11 12 17 0,478 0,393 0,431 49-58
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7.4.3. VT1 i¢in Boy Tahmini

Arastirma kapsaminda toplanilan anket verileri incelendiginde, boy sinifinda “190-199”
grubunda %10’dan az sayida katilimci bulundugu goriilmistir. Bu nedenle algoritma
testlerine bu gruplar dahil edilmemistir ve algoritma testlerine “150-159”, “160-169”, “170-
179 ve “180-189” boy gruplart ile testler gerceklestirilmistir. Bu gruplarin dagilimlar Sekil
7.12’de verilmistir.

Boy Gruplariin Dagilimlari
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Sekil 7.12: VT1 ig¢in boy gruplarinin veri dagilimlari

Boy tahmini i¢in yapilan algoritma testleri sonucunda, RapidMiner uygulamas: iizerindeki
en basarili algoritmalarin %44,82 ile LibSVM ve %43,00 ile DVM algoritmalari oldugu

goriilmustiir. Algoritmalarin detayli sonuglart Tablo 7.7°de verilmistir.

Tablo 7.7: VT1 i¢in RapidMiner uygulamasinda ¢alistirilan LibSVM ve DVM
algoritmalarinin boy siniflandirma sonucu.

Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 Smf  Siiflandirma
Pozitif  Pozitif Negatif Negatif Basarisi
8 2 15 44 0,118 0,200 0,148  150-159
17 16 15 30 0,516 0,485 0,500 = 160-169
LibSVM 29 25 14 21 0,641 0,463 0,538 170-179 %44,82
3 3 13 43 0,188 0,500 0,191  180-189
11 2 15 42 0,118 0,154 0,134  150-159
18 15 16 29 0,484 0,455 0,469 = 160-169
DVM 29 26 13 18 0,667 0,473 0,554  170-179 %43,00
1 1 15 43 0,063 0,500 0,112 = 180-189
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Boy tahmini i¢cin Weka uygulamasindaki siiflandirma algoritmalar ile yapilan testlerin
sonucunda, en basarili algoritmalarin %41,75 ile LibSVM ve %37,86 ile DVM algoritmalari
olduklar1 ortaya c¢ikmistir. Bu algoritmalarin  detayli sonuglari Tablo 7.8’de

goriilebilmektedir.

Tablo 7.8: VT1 igin Weka uygulamasinda galistirilan LibSVM ve DVM algoritmalarinin
boy smiflandirma sonucu.

Algoritma  Yanhs Dogru  Yanlis Dogru Recall Precision F1 Simf Smiflandirma

Pozitif ~ Pozitif Negatif Negatif Skoru Basarisi

8 14 40 0,176 0,273 0,214  150-159

22 14 17 29 0,452 0,389 0,418  160-169 %41,75
LibSVM 26 23 16 20 0,590 0,469 0,523 170-179
4 3 13 40 0,188 0,429 0,261  180-189
8 2 15 37 0,118 0,200 0,148  150-159

22 14 17 25 0,452 0,389 0,418  160-169 %037,86
DVM 24 19 20 21 0,487 0,442 0,463  170-179
10 4 12 35 0,250 0,286 0,267 = 180-189

Calisma kapsaminda kullanilan iki farkli uygulama karsilastirildiginda, en basarili
algoritmalarin %44,82 ile RapidMiner uygulamasinda bulunan LibSVM algoritmasi oldugu
gorlilmiigtir. Weka uygulamasinda kullanilan algoritmalar arasinda ise %41,75°lik bir
smiflandirma basarist ile LibSVM algoritmasi en basarili algoritma olmustur. iki farkli
uygulamanmn, yapilan testler sonucunda boy siniflandirmasi agisindan en basarili

algoritmalarinin karsilastirilmasi Tablo 7.9°da verilmistir.

Tablo 7.9: VT1 i¢in RapidMiner ve Weka uygulamalarinin boy tahmini tizerindeki en
basarili algoritmalarinin karsilastirilmasi.

150-159
17 16 15 30 0,516 0,485 0,500 | 160-169 = 964482
RapidMiner 29 25 14 21 0,641 0,463 0,538 = 170-179
3 3 13 43 0,188 0,500 0,191 = 180-189
LibSVM 8 3 14 40 0,176 0,273 0,214 = 150-159
22 14 17 29 0,452 0,389 0418 | 160-169 = %4175
Weka 26 23 16 20 0,590 0,469 0523  170-179
4 3 13 40 0,188 0,429 0,261 = 180-189
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7.4.4. VT1 i¢in Goz Rengi Tahmini

Yapilan ¢alisma sonucunda anket verilerindeki gdz rengi sinifi incelenmistir. inceleme
sonucunda “Mavi”, “Yesil” ve “Kehribar” g6z rengine sahip ¢ok az sayida katilimci oldugu
goriilmistiir. Bu nedenle siniflandirma algoritmalart bu gruplari tahmin etmemektedir. Bu
nedenle goz rengi tahmininde sadece “Kahverengi” ve “Ela” gbz renklerinin tahmini

yapilmistir. Goz rengi gruplarinin dagilimlart Sekil 7.13’de verilmistir.

G0z Rengi Gruplarinin Dagilimlari
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Sekil 7.13: VT1 i¢in goz rengi gruplarinin veri dagilimlari

Goz rengi ile ilgili RapidMiner uygulamasi {izerinde bulunan siniflandirma algoritmalari ile
yapilan testler sonucunda, en yiiksek dogruluga sahip algoritmalarin %68,47 ile Derin
Ogrenme ve %65,14 ile LibSVM algoritmalar1 oldugu tespit edilmistir. Bu algoritmalarin
detayli sonuglar1 Tablo 7.10°da verilmistir.

Tablo 7.10: VT1 i¢in RapidMiner uygulamasinda calistirilan Derin Ogrenme ve LibSVM
algoritmalarinin goz rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 Siiflandirma

Pozitif  Pozitif Negatif Negatif Skoru Basarisi

Derin 0,920 0,716 0,805 Kahverengi %068,47
Ogrenme 5 4 23 57 0,148 0,444 0,222 Ela

LibSVM 26 57 5 1 0,920 0,687 0,787  Kahverengi %65,14
5 1 26 57 0,037 0,100 0,054 Ela
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RapidMiner uygulamasinda kullanilan ayni veri seti ile Weka uygulamasindaki
smiflandirma algoritmalart test edildiginde, siniflandirma basarisi en yiiksek algoritmalarin
%67,41 ile LIbSVM ve %66,29 ile Lojistik Regresyon algoritmalari oldugu goriilmiistiir. Bu
algoritmalarin detayli sonug bilgileri Tablo 7.11’de gosterilmektedir.

Tablo 7.11: Weka uygulamasinda calistirilan LibSVM ve Lojistik Regresyon
algoritmalarinin goz rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanls Dogru Recall Precision F1 Simf Smiflandirma

Pozitif Pozitif Negatif Negatif Basarisi

LibSVM 19 52 10 8 0,839 0,732 0,782  Kahverengi %67,41
10 8 19 52 0,296 0,444 0,356 Ela

Lojistik 21 53 9 6 0,885 0,716 0,779  Kahverengi %066,29
Regresyon 9 6 21 53 0,222 0,400 0,286 Ela

GOz rengi tahmini i¢in her iki uygulamadaki algoritma testi sonuglarina bakildiginda,
RapidMiner uygulamasindaki Derin Ogrenme algoritmasmin %68,47 dogruluk ile en
basarili algoritma oldugu belirlenmistir. Weka uygulamasinda yapilan testlerde ise gz rengi
tahmini i¢in en bagarili algoritmanin %67,41 dogruluk ile LibSVM oldugu goriilmiistiir. Her
iki uygulamada da test edilen LibSVM algoritmasinin iki uygulama bazinda karsilastirilmasi
Tablo 7.22’de verilmistir.

Tablo 7.12: VT1 i¢in RapidMiner ve Weka uygulamalarinin géz rengi tahmini igin en
basarili algoritmalarinin karsilastirilmasi.

Uygulama  Algoritma Yanhs Dogru Yanlhs Dogru Recall | Precision F1 S.
Pozitif  Pozitif Negatif Negatif Basarisi
RapidMiner Derin 23 57 5 4 0,920 0,716 0,805  Kahverengi 268,47
Ogrenme 5 4 23 57 0,148 0,444 0,222 Ela
Weka LibSVM 19 52 10 8 0,839 0,732 0,782  Kahverengi %67,41
10 8 19 52 0,296 0,444 0,356 Ela

7.4.5. VT1 i¢in Dogal Sa¢c Rengi Tahmini

Arastirma kapsaminda elde edilen anket verilerinin dogal sa¢ rengi Sinifi veri dagilimi
incelendiginde, “diger”, “kizil” ve “sar1” dogal sa¢ rengine sahip kisilerin %10’dan az sayida
oldugu goriilmistiir. Bu durum go6z 6niinde bulundurularak “diger”, “sar1” ve “kizil” sag
rengine ait degerler algoritma testlerine dahil edilmeyip, “kahverengi”, “kumral” ve “siyah”

sac rengi gruplar1 kullanilmistir. Sag rengi gruplarinin dagilimlart Sekil 7.14°de verilmistir.
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Dogal Sa¢ Rengi Gruplarinin Dagilimlari
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Sekil 7.14: VT1 igin dogal sa¢ rengi gruplarinin veri dagilimlari

Caligmada tahmin edilmek istenen dogal sa¢ rengi i¢in RapidMiner uygulamasi lizerindeki
siniflandirma algoritmalar1 test edildiginde, en basarili algoritmalarin %45,91 ile Derin
Ogrenme ve %#43,27 ile Lojistik Regresyon algoritmalar1 oldugu belirlenmistir. Belirlenen

algoritmalara ait detayli sonug verileri Tablo 7.13’de gosterilmistir.

Tablo 7.13: VT1 i¢in RapidMiner uygulamasinda calistirilan Derin Ogrenme ve Lojistik
Regresyon algoritmalarinin dogal sag rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 Simf Smiflandirma

Pozitif Pozitif Negatif Negatif Basarisi

Derin 22 19 18 28 0,514 0,463 0,487  Kahverengi
Ogrenme 18 16 17 31 0,485 0,471 0,478 Kumral %045,91
15 12 20 35 0,375 0,444 0,407 Siyah
Lojistik 22 19 18 25 0,514 0,463 0,487 = Kahverengi
Regresyon 17 11 22 33 0,333 0,393 0,361 Kumral %43,27
19 14 18 30 0,438 0,424 0,431 Siyah

RapidMiner uygulamasinda yapilan algoritma testlerinde kullanilan ayn1 veri seti ile Weka
uygulamasinda yapilan algoritma testleri sonucunda, dogal sa¢ rengi icin en basaril
algoritmalarin %42,16 ile DVM ve %40,20 ile LibSVM algoritmalart oldugu belirlenmistir.
DVM ve LibSVM algoritmalarina ait detayli sonug verileri Tablo 7.14’de verilmistir.
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Tablo 7.14: VT1 i¢in Weka uygulamasinda ¢alistirilan DVM ve LibSVM algoritmalarinin
dogal sa¢ rengi siniflandirma sonucu.

Kahverengi
DVM 11 7 26 36 0,212 0,389 0,275 Kumral %42,16
15 12 20 31 0,375 0,444 0,407 Siyah
25 18 19 23 0,486 0,419 0,450 = Kahverengi
LibSVM 16 9 24 32 0,273 0,360 0,310 Kumral %40,20
20 14 18 27 0,438 0,412 0,424 Siyah

Dogal sa¢ rengi tahmini i¢in her iki uygulamadaki smiflandirma algoritmalarinin
dogruluklarina bakildiginda, en yiiksek dogruluga sahip algoritmanin %4591 ile
RapidMiner uygulamasindaki Derin Ogrenme algoritmast oldugu sonucuna ulagilmustir.
Ayrica Weka programindaki en basarili algoritmanin %42,16 ile DVM algoritmasi oldugu
goriilmiistiir. Her iki uygulamanin en basarili algoritmalarinin karsilastirmasi Tablo 7.15’de

goriilmektedir.

Tablo 7.15: VT1 i¢in RapidMiner ve Weka uygulamalarinin dogal sa¢ rengi tahmini
tizerindeki en basarili algoritmalarinin karsilastirilmasi.

Uygulama  Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 S.

Pozitif ~ Pozitif Negatif Negatif Basarisi

22 19 0,514 0,463 0,487  Kahverengi
RapidMiner Derin 18 16 17 31 0,485 0,471 0,478 Kumral %45,91
Ogrenme 15 12 20 35 0,375 0,444 0,407 Siyah
33 24 13 19 0,649 0,421 0,511 Kahverengi
Weka DVM 11 7 26 36 0,212 0,389 0,275 Kumral %42,16
15 12 20 31 0,375 0,444 0,407 Siyah

7.4.6. VT1 i¢in Ten Rengi Tahmini

Arastirma kapsaminda katilimcilardan elde edilen anket verilerindeki ten rengi sinifina
bakildiginda, “Cok Acik / Beyaz” ve “Koyu / Kahverengi” grubuna ait %10’dan az sayida
veri oldugu goriilmiistiir. Bu nedenle sadece "Ac¢ik" "Orta A¢ik / Bugday" ve "Orta Koyu /
Esmer" ten rengi gruplari ile algoritma testleri gergeklestirilmistir. Ten rengi gruplarinin veri

dagimlart Sekil 7.15’de verilmistir.
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Ten Rengi Gruplarinin Dagilimlari
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Sekil 7.15: VT1 i¢in ten rengi gruplarimin veri dagilimlar

RapidMiner uygulamasi igerisinde bulunan siiflandirma algoritmalari ile ten rengi tahmini
testi yapilmas1 sonucunda, en basaril algoritmalarin %45,89 ile Derin Ogrenme ve %44,89
ile LIbSVM algoritmalart oldugu goriilmistir. Bu algoritmalarin detayli sonug bilgileri
Tablo 7.16°da verilmistir.

Tablo 7.16: VT1 igin RapidMiner uygulamasinda galistirilan Derin Ogrenme ve LibSVM
algoritmalarinin ten rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 SH
Pozitif  Pozitif Negatif Negatif Skoru Basarisi
14 4 21 41 0,160 0,222 0,186 Acik
Derin 28 34 20 11 0,630 0,548 0,586 Orta Agik / %45,89
Ogrenme Bugday
11 7 12 38 0,368 0,389 0,378 Orta Koyu /
Esmer
12 6 19 38 0,240 0,333 0,279 Agik
34 36 18 8 0,667 0,514 0,581 Orta Agik /
LibSVM Bugday %44,89
8 2 17 42 0,105 0,520 0,105 Orta Koyu /
Esmer

RapidMiner uygulamasinda gergeklestirilen ten rengi tahmini i¢in kullanilan ayn1 veri seti
ile Weka uygulamasinda yapilan ten rengi tahmini i¢in algoritmalar test edildiginde, en
bagarili algoritmalarin %50,00 ile LibSVM ve %45,92 ile DVM algoritmalart oldugu

sonucuna ulasilmigtir. Bu sonuglarin detayli verileri Tablo 7.17°de verilmistir.
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Tablo 7.17: VT1 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
ten rengi siniflandirma sonucu.

LibSVM
36 43 11 6 0,796 0,544 0,647 Orta Agik / %50,00
Bugday
3 1 18 48 0,053 0,250 0,087 Orta Koyu /
Esmer
14 6 19 39 0,240 0,300 0,240 Acik
DVM
32 36 18 9 0,667 0,529 0,590 Orta Agik / %45,92
Bugday
7 3 16 42 0,158 0,300 0,207 Orta Koyu /
Esmer

Algoritma testlerinin gerceklestirildigi iki farkli uygulamasin algoritma testi dogruluklarina
bakildiginda, en basarili simiflandirma algoritmasinin %350,00 smniflandirma basarisi ile
Weka uygulamasinda gergeklestirilen LibSVM algoritmast oldugu goriilmistiir.
RapidMiner uygulamasinda ise en basarili algoritma %45,89 basar1 ile Derin 6grenme
algoritmas1 olmustur. Iki uygulamanin en basarili algoritmalarinin karsilastiriimas1 Tablo

7.18’de verilmistir.

Tablo 7.18: VT1 i¢in RapidMiner ve Weka uygulamalarinin ten rengi tahmini tizerindeki
en basarili algoritmalarinin karsilastiriimasi.

Uygulama Algo- Yanhs Dogru Yanhs Dogru Recall  Precision F1 S
ritma Pozitif Pozitif Negatif Negatif Skoru Basarisi
14 4 21 41 0,160 0,222 0,186 Acik
Derin
RapidMi- 0Og- 28 34 20 11 0,630 0,548 0,586 @ Orta A.
ner renme /B.
11 7 12 38 0,368 0,389 0,378  OrtaK. = %45,89
/E.
10 5 20 44 0,200 0,333 0,250 Agik
Weka LibSV 36 43 11 6 0,796 0,544 0,647  OrtaA.  %50,00
M / B.
3 1 18 48 0,053 0,250 0,087 @ OrtaK.
/E.
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7.4.7. VT1 i¢in Sac Tipi Tahmini

Calismada kullanilan anket verilerinin sag¢ tipi sinifindaki veri dagilimlari incelendiginde,
“kivircik” sag tipi grubuna ait az sayida veri oldugu goriilmistiir. Bu nedenle algoritma
testlerine “kivircik” grubuna ait veriler dahil edilmemistir. Sag¢ tipi gruplarmin veri

dagilimlar Sekil 7.16°da verilmistir.

Sac¢ Tipi Gruplarinin Dagilimlari
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Sekil 7.16: VT1 igin sag tipi gruplarinin veri dagilimlari

RapidMiner uygulamasi iizerindeki siniflandirma algoritmalarinin sag tipi tahmini tizerinden
testleri gergeklestirildiginde, en basarili algoritmalarin %68,89 ile LibSVM ve %67,89 ile
Rastgele Orman algoritmalari olduklart sonucuna ulagilmistir. Algoritmalarin detayli

sonuglar1 Tablo 7.19°da verilmistir.

Tablo 7.19: VT1 i¢in RapidMiner uygulamasinda ¢aligtirilan LibSVM ve Rastgele Orman
algoritmalarinin sag tipi siniflandirma sonucu.

Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 Simif Smiflandirma
Pozitif  Pozitif Negatif Negatif Basarisi
LibSVM 5 5 25 62 0,167 0,500 0,250 = Dalgali %068,89
25 62 5 5 0,925 0,713 0,805 Diiz
Rastgele 2 1 29 1 0,033 0,333 0,060  Dalgal %67,89
Orman 29 65 2 65 0,970 0,692 0,739 Diiz

Weka uygulamasi tizerindeki algoritmalar ile yapilacak sag tipi siniflandirmasi igin yapilan
algoritma testlerinde, en yiiksek siniflandirma basarisina sahip algoritmalarin %68,04 ile

LibSVM ve %63,92 ile DVM algoritmalar1 oldugu goriilmiistiir. Sag tipi i¢in Weka
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uygulamasinda test edilen algoritmalarin detayli sonuglar1 Tablo 7.20°de verilmistir.

Tablo 7.20: VT1 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
sag tipi siniflandirma sonucu.

Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 Sumif Simiflandirma

Pozitif  Pozitif Negatif Negatif Skoru Basarisi

LibSVM 0,167 0,455 0,244  Dalgal %068,04
25 61 6 5 0,910 0,709 0,797 Diiz

DVM 12 7 23 55 0,233 0,368 0,286 = Dalgal %063,92
23 55 12 7 0,821 0,705 0,759 Diiz

Her iki uygulamada yapilan algoritma testleri sonucunda, sag tipi tahmini i¢in en basarili
algoritmanin %68,89 basar1 orani ile RapidMiner uygulamasindaki LibSVM algoritmasi
oldugu sonucuna ulagilmistir. Weka uygulamasinda ise ayn1 algoritmanin %66.67 basari ile
siniflandirma yaptig1 gériilmistiir. Her iki uygulamada da en basarili sonuca sahip LibSVM

algoritmasinin karsilastirmasi Tablo 7.21°de verilmistir.

Tablo 7.21: VT1 i¢in RapidMiner ve Weka uygulamalarinin sag tipi tahmini i¢in en
basarili algoritmalarinin karsilastirilmas.

Uygulama  Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 S.

Pozitif ~ Pozitif Negatif Negatif Basarisi

RapidMiner 0,167 0,500 0,250 Dalgal 9068,89
LibSVM 25 62 5 5 0,925 0,713 0,805 Diiz

Weka 6 5 25 61 0,167 0,455 0,244 Dalgali %068,04
25 61 6 5 0,910 0,709 0,797 Diiz

7.5. VT2 icin Tahmin Islemleri
7.5.1. VT2 i¢in Cinsiyet Tahmini

Calisma kapsaminda VT2 i¢in elde edilen cinsiyet sinifi verilerine bakildiginda, 231 erkek

ve 69 kadina ait kulak goriintiisii oldugu goriilmiistiir.
Cinsiyet tahmini i¢in RapidMiner uygulamasinda yapilan testler sonucunda en basarili iki

algoritmanin sonuglar1 Tablo 7.22’de verilmistir. Bu algoritmalar LibSVM ve DVM olup,

dogruluk oranlar1 sirasiyla %86 ve %85,33 olarak tespit edilmistir.
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Tablo 7.22: VT2 i¢in RapidMiner uygulamasinda galistirilan LibSVM ve DVM
algoritmalarinin cinsiyet siniflandirma sonucu.

LibSVM %086,00
42 231 0 27 1 0,846 0,835 = Erkek

DVM 10 35 34 221 0,507 0,778 0,614 Kadin %085,33
34 221 10 35 0,957 0,867 0,910 = Erkek

Cinsiyet tahmini i¢in ayni veri seti kullanilarak Weka uygulamasi {lizerinde yapilan testler
sonucunda en basarili algoritmalar %86,33 siniflandirma basarist ile LibSVM ve DVM
algoritmalar1 oldugu goriilmiistiir. Bu algoritmalarin detayli sonuglari Tablo 7.23’de

verilmigtir.

Tablo 7.23: VT2 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
cinsiyet siiflandirma sonucu.

Algoritma  Yanhs Dogru Yanlis Dogru Recall Precision F1 Smf  Simflandirma
Pozitif ~ Pozitif Negatif Negatif Basarisi
LibSVM 16 44 25 215 0,638 0,733 0,682 Kadn
25 215 16 44 0,931 0,896 0,913 = Erkek
DVM 25 53 16 206 0,768 0,679 0,721  Kadm 9086,33
16 206 25 53 0,892 0,928 0,909 = Erkek

iki farkli uygulamada smiflandirma algoritmalar1 ile yapilan testler sonucunda, cinsiyet
tahmininde en basarili algoritmanin %86,33 siniflandirma basarisi ile Weka uygulamasinda
bulunan LibSVM ve DVM algoritmalari oldugu goriilmistiir. RapidMiner uygulamasi
tizerindeki en basarili algoritma ise %86 dogruluk orani ile LibSVM algoritmasi olmustur.
Her iki uygulamanin cinsiyet tahmini i¢in en basarili algoritmalarinin karsilastirilmasi Tablo

7.24°de gortilebilir.

Tablo 7.24: VT2 igin RapidMiner ve Weka uygulamalarinin cinsiyet tahmini igin en
basarili algoritmalarinin karsilastirilmasi.

Uygulama Algoritma  Yanhs  Dogru Yanhs Dogru  Recall Precision F1 S¥

Pozitif ~ Pozitif  Negatif  Negatif Basarisi

RapidMiner LibSVM 0 27 42 231 0,391 1 0,562 Kadm
42 231 0 27 1 0,846 0,835 Erkek %86,00

LibSVM 16 44 25 215 0,638 0,733 0,682 Kadin

Weka 25 215 16 44 0,931 0,896 0,913 Erkek
DVM 25 53 16 206 0,768 0,679 0,721 Kadin 986,33

16 206 25 53 0,892 0,928 0,909 Erkek
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7.5.2. VT2 icin Yas Tahmini

Calisma kapsaminda toplanilan verilere bakildiginda, yas sinifinda alt1 farkli yas araliginin
bulundugu goriilmektedir. Bu yas araliklar1 arasindan “49-58”, “59-65” ve “65 ve lizeri”
grubunda %10’dan az veri oldugu goriilmiistiir. Bu nedenle yas tahmini yapilirken en ¢ok
verinin bulundugu ii¢ grup olan “18-28”, “29-38” ve “39-48” yas gruplari testlere dahil
edilmistir. Yas gruplarinin dagilimlart Sekil 7.17°de verilmistir.

Yas Gruplarinin Dagilimlari

120 112 109

100
~ 80
Z
)
2 60
5 38
~ 40

26
20
0 [ |
18-28 29-38 39-48 49-58 59-64 65 ve iizeri
Yas Grubu

Sekil 7.17: VT2 i¢in yas gruplariin veri dagilimlar

RapidMiner uygulamasinda yapilan algoritma testleri sonucunda, en basarili algoritmalarin
sirastyla %68,40 LibSVM ve %68,37 ile Derin Ogrenme oldugu goriilmiistiir. Simiflandirma

sonuclarinin detaylar1 Tablo 7.25°de verilmistir.

Tablo 7.25: VT2 i¢in RapidMiner uygulamasinda calistirilan LibSVM ve Derin Ogrenme
algoritmalarinin yas simiflandirma sonucu.

Algoritma  Yanlls Dogru Yanhs Dogru Recall  Precision F1 Smif  Smiflandirma

Pozitif  Pozitif Negatif Negatif Basarisi
18-28

LibSVM 33 73 37 103 0,664 0,689 0,676 = 29-38 %68,40
8 17 21 160 0,447 0,680 0,540 39-48
41 83 28 94 0,748 0,669 0,706 = 18-28

Derin 32 76 34 101 0,691 0,704 0,697 29-38 968,37
Ogrenme 9 18 20 159 0,474 0,667 0,554 @ 39-48
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Yas tahmini i¢in ayni veri seti kullanilarak Weka uygulamasinda yapilan algoritma
testlerinde en yiiksek dogruluk oranlarina sahip algoritmalarin %61,78 siniflandirma basarist
ile LIbSVM ve %60,23 siiflandirma basarisiyla Lojistik Regresyon algoritmalari oldugu

goriilmiistiir. Bu algoritmalara ait detayli test sonuglar1 Tablo 7.26°da verilmistir.

Tablo 7.26: VT2 i¢in Weka uygulamasinda galistirilan LibSVM ve Lojistik Regresyon
algoritmalarinin yas siniflandirma sonucu.

Algoritma  Yanhs Dogru  Yanlis Dogru  Recall Precision F1 Smif  Smiflandirma

Pozitif ~ Pozitif Negatif Negatif Basarisi
47 76 35 84 0,685 0,618 0,650 18-28

LibSVM 42 71 39 89 0,645 0,628 0,637 | 29-38 %061,78
10 13 25 147 0,342 0,565 0,426 = 39-48
47 76 35 80 0,685 0,618 0,650 & 18-28

Lojistik 45 69 41 87 0,627 0,605 0,616 = 29-38 9060,23
Regresyon 11 11 27 145 0,289 0,500 0,594 | 39-48

ki farkli uygulamada smiflandirma algoritmalari ile yapilan testler sonucunda, yas
tahmininde dogruluk orani en yiiksek olan algoritmanin %68,40 dogruluk orani ile
RapidMiner uygulamasinda bulunan LibSVM algoritmasi oldugu goriilmistir. Ayrica
Weka uygulamasindaki en basarili algoritmanin %61,78 ile LibSVM algoritmas: oldugu
goriilmiistiir. Yas siniflandirmasi agisindan her iki uygulamanin en basarili algoritmalarinin

karsilagtirilmasi Tablo 7.27°de goriilebilir.

Tablo 7.27: VT2 igin RapidMiner ve Weka uygulamalarinin yas tahmini tizerindeki en
basarili algoritmalarinin karsilastirilmasi.

Uygulama Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 S.
Pozitif  Pozitif Negatif Negatif Basarisi
41
RapidMiner LibSVM 33 73 37 103 0,664 0,689 0,676 29-38 %068,40
8 17 21 160 0,447 0,680 0,540 39-48
47 76 35 84 0,685 0,618 0,650 18-28
Weka LibSVM 42 71 39 89 0,645 0,628 0,637 29-38 %61,78
10 13 25 147 0,342 0,565 0,426 39-48

7.5.3. VT2 i¢in Boy Tahmini

Arastirma kapsaminda toplanilan veriler incelendiginde, boy sinifinda “150-159” grubunda
%10’dan az sayida veri bulundugu goriilmistiir. Bu nedenle algoritma testlerine bu gruplar

dahil edilmemistir ve algoritma testlerine “160-169”, “170-179”, “180-189” ve “190-199”
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boy gruplar ile testler gergeklestirilmistir. Boy gruplarinin dagilimlart Sekil 7.14’de

verilmisgtir.

Boy Gruplarinin Dagilimlari
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Sekil 7.18: VT2 i¢in boy gruplarinin veri dagilimlari

Boy tahmini i¢in yapilan algoritma testleri sonucunda, RapidMiner uygulamas iizerindeki
en basarili algoritmalarin %60,06 ile Rastgele Orman ve %58,10 ile Derin Ogrenme
algoritmalar1 oldugu goriilmiistiir. Algoritmalarin detayli sonuglar1 Tablo 7.28de

verilmistir.

Tablo 7.28: VT2 i¢in RapidMiner uygulamasinda ¢alistirtlan LibSVM ve DVM
algoritmalarinin boy siniflandirma sonucu.

Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 Smif  Smflandirma

Pozitif  Pozitif Negatif Negatif Basarisi
0 18 27 161 0,400 1 0,571  160-169

Rastgele 95 108 14 71 0,885 0,532 0,665 @ 170-179 %60,06
Orman 24 33 58 136 0,363 0,579 0,446  180-189
0 20 20 159 0,500 1 0,667 @ 190-199
13 23 22 150 0,511 0,639 0,568 = 160-169

Derin 55 77 45 96 0,631 0,583 0,606 @ 170-179 %58,10
Ogrenme 47 53 38 120 0,582 0,530 0,555 180-189
10 20 20 153 0,500 0,667 0,572 ' 190-199

Boy tahmini i¢cin Weka uygulamasindaki siiflandirma algoritmalari ile yapilan testlerin
sonucunda, en basarili algoritmalarin %60,74 ile LibSVM ve %56,04 ile DVM algoritmalar1
olduklar1 ortaya ¢ikmistir. Bu algoritmalarin detayli sonuglar1 Tablo 7.29’da

goriilebilmektedir.
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Tablo 7.29: VT2 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
boy smiflandirma sonucu.

160-169

LibSVM 75 96 26 85 0,787 0,561 0,655  170-179 %60,74
38 49 42 132 0,538 0,563 0,551  180-189
3 16 24 165 0,400 0,842 0,542 | 190-199
13 25 20 142 0,556 0,658 0,602  160-169

DVM 64 78 44 89 0,639 0,549 0,591 | 170-179 %056,04
43 43 48 124 0,473 0,500 0,486  180-189
11 21 19 146 0,525 0,656 0,583 | 190-199

Calisma kapsaminda kullanilan iki farkli uygulama karsilastirildiginda, en basarili
algoritmalarin %60,74 ile Weka uygulamasinda bulunan LibSVM algoritmasi oldugu
goriilmistiir. RapidMiner uygulamasinda kullanilan algoritmalar arasinda ise %60,06’lik bir
siniflandirma basarisi ile Rastgele Orman algoritmasi en basarili algoritma olmustur. ki
farkli uygulamanin, yapilan testler sonucunda boy siniflandirmas: agisindan en basarili

algoritmalarinin karsilastirilmasi Tablo 7.30°da verilmistir.

Tablo 7.30: VT2 i¢in RapidMiner ve Weka uygulamalarinin boy tahmini tizerindeki en
basarili algoritmalarinin karsilastirilmasi.

Uygulama Algoritma  Yanhs Dogru  Yanhs Dogru Recall Precision F1 S.
Pozitif  Pozitif  Negatif Negatif Skoru Basarisi
0 18 27 161 0,400 1 0,571  160-169
RapidMiner Rastgele 95 108 14 71 0,885 0,532 0,665 170-179 %60,16
Orman 24 33 58 136 0,363 0,579 0,446  180-189
0 20 20 159 0,500 1 0,667 = 190-199
1 20 25 161 0,444 0,952 0,606  160-169
75 96 26 85 0,787 0,561 0,655 | 170-179 %60,74
Weka LibSVM 38 49 42 132 0,538 0,563 0,551 = 180-189
3 16 24 165 0,400 0,842 0,542 = 190-199

7.5.4. VT2 i¢cin Goz Rengi Tahmini

Yapilan ¢alisma sonucunda elde edilen verilerdeki goz rengi siifi incelenmistir. Inceleme
sonucunda “Yesil” ve “Kehribar” gbz rengine sahip ¢ok %10’dan daha az veri oldugu
goriilmiistiir. Bu nedenle siniflandirma algoritmalar1 bu gruplar1 tahmin etmemektedir. Bu
nedenle goz rengi tahmininde sadece “Kahverengi”, “Mavi” ve “Ela” goz renklerinin

tahmini yapilmistir. Goz rengi gruplarinin dagilimlar1 Sekil 7.15°de verilmistir.
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Go6z Rengi Gruplari
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Sekil 7.19: VT2 i¢in yas gruplarin veri dagilimlar

Goz rengi ile ilgili RapidMiner uygulamasi tizerinde bulunan siniflandirma algoritmalari ile
yapilan testler sonucunda, en yiiksek dogruluga sahip algoritmalarin %79,17 ile LibSVM ve
%75,15 ile Derin Ogrenme algoritmalar1 oldugu tespit edilmistir. Bu algoritmalarin detayli

sonuglar1 Tablo 7.31°de verilmistir.

Tablo 7.31: VT2 i¢in RapidMiner uygulamasinda calistirilan LibSVM ve Derin Ogrenme
algoritmalarinin goz rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 Simf Siniflandirma

Pozitif Pozitif Negatif Negatif Basarisi

0 1 0,765 0,867  Kahverengi
LibSVM 0 16 31 200 0,340 1 0,508 Mavi %79,17
0 14 26 202 0,350 1 0,519 Ela
Derin 51 173 13 32 0,930 0,772 0,844 = Kahverengi
Ogrenme 9 17 30 188 0,368 0,654 0,471 Mavi %75.15
8 15 25 190 0,375 0,652 0,476 Ela

RapidMiner uygulamasinda kullanilan aym1 veri seti ile Weka uygulamasindaki
siiflandirma algoritmalari test edildiginde, siniflandirma basaris1 en yiiksek algoritmalarin
%80,59 ile LibSVM ve DVM algoritmalari oldugu goériilmiistiir. Bu algoritmalarin detayli
sonug bilgileri Tablo 7.32’de gosterilmektedir.
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Tablo 7.32: VT2 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
g0z rengi siniflandirma sonucu.

Kahverengi
LibSVM 2 19 28 201 0,404 0,905 0,559 Mavi
3 18 22 202 0,450 0,857 0,590 Ela
53 186 0 32 1 0,778 0,875 = Kahverengi %080,59
DVM 0 18 29 202 0,383 1 0,554 Mavi
0 16 24 204 0,400 1 0,571 Ela

G0z rengi tahmini i¢in her iki uygulamadaki algoritma testi sonuglarina bakildiginda, Weka
uygulamasindaki LibSVM ve DVM algoritmalarinin %80,59 dogruluk ile g6z rengi
siniflandirmast igin en basarili algoritmalar oldugu belirlenmistir. RapidMiner
uygulamasinda yapilan testlerde ise géz rengi tahmini i¢in en bagarili algoritmanin %79,17
dogruluk ile LibSVM oldugu goriilmiistiir. Her iki uygulamada da test edilen algoritmalarin
iki uygulama bazinda karsilastiriimasi Tablo 7.33’de verilmistir.

Tablo 7.33: VT2 i¢in RapidMiner ve Weka uygulamalarinin g6z rengi tahmini igin en
basarili algoritmalarinin karsilastirilmasi.

Uygulama  Algoritma Yanli§ Dogru Yanhs Dogru Recall Precision F1 S.

Pozitif  Pozitif Negatif Negatif Basarisi

0 0,765 0,867 Kahverengi
RapidMiner = LibSVM 0 16 31 200 0,340 1 0,508 Mavi %79,17
0 14 26 202 0,350 1 0,519 Ela
48 183 3 27 0,984 0,792 0,878 | Kahverengi
LibSVM 2 19 28 201 0,404 0,905 0,559 Mavi
3 18 22 202 0,450 0,857 0,590 Ela
Weka 53 186 0 32 1 0,778 0,875  Kahverengi 9680,59
DVM 0 18 29 202 0,383 1 0,554 Mavi
0 16 24 204 0,400 1 0,571 Ela

7.5.5. VT2 i¢in Dogal Sac Rengi Tahmini

Arastirma kapsaminda elde edilen verilerin dogal sa¢ rengi smift veri dagilimi
incelendiginde, “kizil” ve “sar1” dogal sa¢ rengine sahip verilerin %10’dan daha az oldugu
gOriilmiistiir. Bu durum g6z 6niinde bulundurularak “sar1” ve “kizil” sa¢ rengine ait degerler
algoritma testlerine dahil edilmeyip, “kahverengi”, “siyah” ve “kumral” sa¢ rengi gruplari

kullanilmistir. Dogal sa¢ rengi gruplarinin veri sayist dagilimlar1 Sekil 7.16’da verilmistir.
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Sekil 7.20: VT2 i¢in dogal sag¢ rengi gruplarinin veri dagilimlari

Caligmada tahmin edilmek istenen dogal sa¢ rengi i¢in RapidMiner uygulamasi tizerindeki
simiflandirma algoritmalar1 test edildiginde, en basarili algoritmalarin %57,62 ile Derin
Ogrenme ve %56,16 ile DVM algoritmalar1 oldugu belirlenmistir. Belirlenen algoritmalara

ait detayl1 sonug verileri Tablo 7.34’de gosterilmistir.

Tablo 7.34: VT2 i¢in RapidMiner uygulamasinda calistirilan Derin Ogrenme ve DVM
algoritmalarinin dogal sag rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanls Dogru Recall Precision F1 Simf Siniflandirma

Pozitif Pozitif Negatif Negatif Basarisi

Derin 54 77 44 82 0,636 0,588 0,611 Kahverengi
Ogrenme 49 74 40 85 0,649 0,602 0,625 Siyah %57,62
14 8 33 151 0,195 0,364 0,254 Kumral
108 111 10 44 0,917 0,507 0,487 = Kahverengi
DVM 13 38 76 117 0,333 0,745 0,361 Siyah %56,16
0 6 35 149 0,146 1 0,431 Kumral

RapidMiner uygulamasinda yapilan algoritma testlerinde kullanilan ayni1 veri seti ile Weka
uygulamasinda yapilan algoritma testleri sonucunda, dogal sa¢ rengi icin en basaril
algoritmalarin %57,25 ile DVM ve %55,44 ile LibSVM algoritmalar1 oldugu belirlenmistir.
DVM ve LibSVM algoritmalarina ait detayli sonug verileri Tablo 7.35’de verilmistir.
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Tablo 7.35: VT2 i¢in Weka uygulamasinda ¢alistirilan DVM ve LibSVM algoritmalarinin
dogal sa¢ rengi siniflandirma sonucu.

Kahverengi
DVM 17 42 72 116 0,368 0,712 0,486 Siyah %57,25
0 8 33 150 0,195 1 0,486 Kumral
61 79 42 74 0,653 0,564 0,605 @ Kahverengi
LibSVM 46 63 51 90 0,553 0,578 0,565 Siyah %55,44
16 11 30 142 0,268 0,407 0,324 Kumral

Dogal sa¢ rengi tahmini i¢in her iki uygulamadaki smiflandirma algoritmalarinin
dogruluklarina bakildiginda, en yiiksek dogruluga sahip algoritmanin %57,62 ile
RapidMiner uygulamasindaki Derin Ogrenme algoritmasi oldugu sonucuna ulasilmistir.
Ayrica Weka programnindaki en basarili algoritmanin %57,25 ile DVM algoritmas1 oldugu
goriilmiistiir. Her iki uygulamanin en basarili algoritmalarinin karsilastirmasi Tablo 7.36°da

goriilmektedir.

Tablo 7.36: VT2 i¢in RapidMiner ve Weka uygulamalarinin dogal sa¢ rengi tahmini
tizerindeki en basarili algoritmalarinin karsilastiriimasi.

Uygulama  Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 S.
Pozitif ~ Pozitif Negatif Negatif Basarisi
54 77 44 82 0,636 0,588 0,611  Kahverengi
RapidMiner Derin 49 74 40 85 0,649 0,602 0,625 Siyah %57,62
Ogrenme 14 8 33 151 0,195 0,364 0,254 Kumral
101 108 13 50 0,893 0,517 0,655 | Kahverengi
Weka DVM 17 42 72 116 0,368 0,712 0,486 Siyah %57,25
0 8 33 150 0,195 1 0,486 Kumral

7.5.6. VT2 i¢in Ten Rengi Tahmini

Arastirma kapsaminda elde edilen verilerdeki ten rengi siifina bakildiginda, “Cok Agik /
Beyaz” ve “Koyu / Kahverengi” grubuna ait %10’dan az sayida veri oldugu goriilmiistiir.
Bu nedenle sadece "A¢ik" "Orta A¢ik / Bugday" ve "Orta Koyu / Esmer" ten rengi gruplari
ile algoritma testleri gerceklestirilmistir. Ten rengi gruplarinin veri sayisi dagilimlar Sekil

7.17°de verilmistir.
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Sekil 7.21: VT2 igin ten rengi gruplarimin veri dagilimlari

RapidMiner uygulamasi igerisinde bulunan siniflandirma algoritmalari ile ten rengi tahmini
testi yapilmasi sonucunda, en basarili algoritmalarin %60,67 ile LibSVM ve %60,37 ile
Rastgele Orman algoritmalar1 oldugu goriilmiistiir. Bu algoritmalarin detayli sonug bilgileri
Tablo 7.37°de verilmistir.

Tablo 7.37: VT2 i¢in RapidMiner uygulamasinda c¢aligtirilan LIbSVM ve Rastgele Orman
algoritmalarinin ten rengi siniflandirma sonucu.

Algoritma Yanhs Dogru Yanhs Dogru Recall Precision F1 S

Pozitif  Pozitif Negatif Negatif Skoru Basarisi

20 0,250 0,400 Agik
LibSVM 116 138 0 41 1 0,543 0,704 Orta Agik / %060,67
Bugday
0 21 56 158 0,273 1 0,429 Orta Koyu /
Esmer
9 23 57 155 0,288 0,712 0,410 Acik
Rastgele 101 129 9 49 0,935 0,561 0,701 Orta Agik / %60,37
Orman Bugday
7 26 51 152 0,338 0,788 0,473 Orta Koyu /
Esmer

RapidMiner uygulamasinda gerceklestirilen ten rengi tahmini i¢in kullanilan ayn1 veri seti
ile Weka uygulamasinda yapilan ten rengi tahmini igin algoritmalar test edildiginde, en
bagarili algoritmalarin %60,68 ile LibSVM ve %60 ile DVM algoritmalari oldugu sonucuna

ulagilmistir. Bu sonuglarin detayli verileri Tablo 7.38’de verilmistir.
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Tablo 7.38: VT2 i¢in Weka uygulamasinda ¢alistirilan LibSVM ve DVM algoritmalarinin
ten rengi siniflandirma sonucu.

LibSVM 73 114 24 65 0,826 0,610 0,702 Orta Agik / %60,68
Bugday
23 34 43 145 0,442 0,596 0,507 Orta Koyu /
Esmer
0 20 60 157 0,250 1 0,400 Acik
DVM 118 138 0 39 1 0,539 0,701 Orta Agik / %60,00
Bugday
0 19 58 158 0,247 1 0,396 Orta Koyu /
Esmer

Algoritma testlerinin gerceklestirildigi iki farkli uygulamasin algoritma testi dogruluklarina
bakildiginda, en basarili siniflandirma algoritmasinin %60,68 smiflandirma basarist ile
Weka uygulamasinda gerceklestirilen LibSVM algoritmast oldugu  goriilmiistiir.
RapidMiner uygulamasinda ise en basarili algoritma %60,67 basari ile LIbSVM algoritmasi
olmustur. Iki uygulamanin en basarili algoritmalarmin karsilastirilmas:1 Tablo 7.39da

verilmigtir.

Tablo 7.39: VT2 i¢in RapidMiner ve Weka uygulamalarinin ten rengi tahmini tizerindeki
en basarili algoritmalarinin karsilastirilmasi.

Uygulama Algo- Yanhs Dogru Yanhs Dogru Recall  Precision F1 S
ritma Pozitif Pozitif Negatif Negatif Basarisi
0 20 60 159 0,250 1 0,400 Agik
RapidMi- 116 138 0 4 1 0,543 0,704 OrtaA.
ner / B. 9060,67
0 21 56 158 0,273 1 0,429 OrtaK.
/ E.
Lib
20 31 49 148 0,388 0,608 0,473 Agik
SVM
Weka 73 114 24 65 0,826 0,610 0,702  Orta A.
/B. 9060,68
23 34 43 145 0,442 0,596 0,507 OrtaK.
[E.
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7.5.7. VT2 i¢in Sac Tipi Tahmini

Calismada kullanilan veri tabanindaki sa¢ tipi sinifindaki veri dagilimlar incelendiginde,
“kivircik” ve “sarmal” sag¢ tipi grubuna ait verilerin %10’dan daha az sayida oldugu
goriilmiistiir. Bu nedenle algoritma testlerine “kivircik” ve “sarmal” grularmna ait veriler

dahil edilmemistir. Sag tipi gruplarinin veri sayist dagilimlart Sekil 7.18’de verilmistir.
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Sekil 7.22: VT2 igin sag tipi rengi gruplariin veri dagilimlar

RapidMiner uygulamasi iizerindeki siniflandirma algoritmalarinin sag tipi tahmini iizerinden
testleri gergeklestirildiginde, en basarili algoritmalarin %69,06 ile LibSVM ve %65,50 ile
Rastgele Orman algoritmalar1 olduklar1 sonucuna ulagilmigtir. Algoritmalarin detayl

sonuglar1 Tablo 7.40°da verilmistir.

Tablo 7.40: VT2 i¢in RapidMiner uygulamasinda ¢aligtirilan LibSVM ve Rastgele Orman
algoritmalarinin sag tipi siniflandirma sonucu.

Algoritma  Yanhs Dogru Yanhs Dogru Recall Precision F1 Simif Smiflandirma
Pozitif  Pozitif Negatif Negatif Basarisi
LibSVM 0 52 87 142 0,374 1 0,544  Dalgali %069,06
87 142 0 52 1 0,620 0,765 Diiz
Rastgele 42 84 55 100 0,604 0,667 0,634  Dalgal %065,50
Orman 55 100 42 84 0,704 0,645 0,673 Diiz

65



Weka uygulamasi iizerindeki algoritmalar ile yapilacak sag tipi siniflandirmasi i¢in yapilan
algoritma testlerinde, en yiiksek siniflandirma basarisina sahip algoritmalarin %66,55 ile
LibSVM ve %65,48 ile DVM algoritmalar1 oldugu goriilmiistiir. Sag¢ tipi i¢cin Weka

uygulamasinda test edilen algoritmalarin detayli sonuglar1 Tablo 7.41°de verilmistir.

Tablo 7.41: VT2 i¢in Weka uygulamasinda ¢aligtirilan LibSVM ve DVM algoritmalarinin
sag tipi siniflandirma sonucu.

Algoritma  Yanls Dogru Yanhs Dogru Recall Precision F1 Simf Smiflandirma

Pozitif  Pozitif Negatif Negatif Basarisi

LibSVM 45 90 45 97 0,647 0,667 0,657  Dalgal %066,55
49 97 49 90 0,383 0,664 0,674 Diiz

DVM 48 90 49 94 0,647 0,652 0,650  Dalgali 9065,48
49 94 48 90 0,662 0,657 0,660 Diiz

Her iki uygulamada yapilan algoritma testleri sonucunda, sa¢ tipi tahmini i¢in en bagarili
algoritmanin %69,06 basar1 orani ile RapidMiner uygulamasindaki LibSVM algoritmasi
oldugu sonucuna ulasilmistir. Weka uygulamasinda ise ayni algoritmanin %66,55 basari ile
siiflandirma yaptig1 goriilmiistiir. Her iki uygulamada da en basarili sonuca sahip LibSVM

algoritmasinin karsilastirmasi Tablo 7.42°de verilmistir.

Tablo 7.42: VT2 i¢in RapidMiner ve Weka uygulamalarinin sag tipi tahmini i¢in en
basarili algoritmalarinin karsilastirilmasi.

RapidMiner Dalgalt %69,06
LibSVM 87 142 0 52 1 0,620 0,765 Diiz

Weka 45 90 45 97 0,647 0,667 0,657 Dalgali %66,55
49 97 49 90 0,383 0,664 0,674 Diiz
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8- SONUC VE ONERILER

Calisma kapsaminda goriintii isleme teknikleriyle olusturulan kulak veri seti kullanilarak,

kulak goriintiileri alinan kisilere ait anketlerde yer alan soft biyometrik 6zelliklerin yapay

zeka teknikleri ile tahmin edilmesi amaciyla RapidMiner ve Weka veri isleme uygulamalari

tizerinde c¢esitli siniflandirma algoritmalar1 kullanilarak testler yapilmistir. Her bir soft

biyometrik i¢in yapilan ¢esitli siniflandirma testleri sonucunda, soft biyometriklere ait en

yiiksek siniflandirma basarisina sahip algoritmalarin hangi uygulamadan elde edildigi ve

siiflandirma basaris1 Tablo 8.1°de verilmistir.

Tahmin Grubu

Cinsiyet
Yas
Boy

Go6z Rengi
Dogal Sag
Rengi
Ten Rengi
Sag Tipi

Tablo 8.1: Soft biyometriklerin siniflandirma sonuglari.

VERI TABANI 1
Simiflandirma W
Algoritmasi

LibSVM Weka

LibSVM RapidMiner

LibSVM RapidMiner
Derin Ogrenme RapidMiner
Derin Ogrenme RapidMiner

LibSVM Weka

LibSVM RapidMiner

Smiflandirma
Basarist
%684,76
%640,00
%644,82
668,47
%645,91

9%050,00
9%068,89

VERI TABANI 2
Siniflandirma W
Algoritmasi

LibSVM ve DVM Weka

LibSVM RapidMiner
LibSVM Weka
LibSVM Weka

Derin Ogrenme RapidMiner
LibSVM Weka

LibSVM RapidMiner

Basarisi
%686.33
%668.40
%660.74
%680.59
657,62

9%060,68
969,06

Siiflandirma

Calismada kullanilan smiflandirma algoritmalariin testlerine bakildiginda, en basaril

algoritmalarin LibSVM, Derin Ogrenme ve DVM algoritmalari olduklar1 goriilmektedir.

Ayrica ayni algoritmanin farkli uygulamalarda kullanilmasi ile de farkli sonuglar ortaya

cikabilecegi gozlemlenmistir. Yapilan calisma sonucunda elde edilen siniflandirma basarisi

sonugclari ile yakin ¢alismalarin sonuglarinin karsilastiriimasina Tablo 8.2°de yer verilmistir.
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Tablo 8.2: Literatiirdeki yakin ¢alismalarin yapilan ¢alisma ile karsilagtirmas.

Cinsiyet Yas 210)% Goz Sag Ten Sag
REEENS Tahmin Tahmin Tahmin Rengi Rengi Rengi Tipi

Basarisi  Basaris1  Basarisi  Tahmin  Tahmin  Tahmin Tahmin
Basaris1  Basaris1i  Basaris1  Basarisi

Yapilan Calisma VT1 %84,76 = %40,00  %44,82  %68,47 %4591  %50,00 & %68,89
Yapilan Calisma VT2 300 %86,33 = %68,40  %60,74 = %8059 = %57,62 = %60,68 & %69,06
Yaman vd. (2018) 270 %94,00 = %52,00 Ilgili 6zelliklerin tahmini yapilmamustir.
Nguyen-Quoc vd. 28412 %80,36 Ilgili 6zelliklerin tahmini yapilmanustir.
(2020)
Karasulu vd. (2022) 28412 %85,16 Ilgili 6zelliklerin tahmini yapilmamstir.
Karasulu vd. (2022) 2071 %87,61 Ilgili 6zelliklerin tahmini yapilmammstir.
Zhang ve Whang 28412 %97.75 Ilgili 6zelliklerin tahmini yapilmamustir.
(2011)
Khorsandi ve Abdel- 2340 %89,49 Ilgili 6zelliklerin tahmini yapilmamstir.
Mottaleb (2013)
Gnanasivam ve Muttan 342 %90,42 Ilgili 6zelliklerin tahmini yapilmamustir.
(2013)

Cinsiyet tahmini i¢in yapilan testlere bakildiginda, VT1 igin LibSVM algoritmast %84,76
dogruluk orani ile dogru siniflandirma yapabilmistir. Buna ek olarak VT2 ile yapilan testler
sonucunda da LibSVM algoritmasinin %86,33 ile cinsiyet siniflandirmasi yapabildigi
goriilmustiir. Literatiir g6z onilinde bulunduruldugunda, cinsiyetin dogru tahmin edilme
oraninin literatiirdeki sonuglara benzerliginden 6tiirii, sistemin cinsiyet tahmini i¢in basarili
sonuglar iiretebilecegi goriilmiistiir. Literatlirde kulak goriintlisiinden cinsiyet siniflandirma
basarist daha yiiksek olan bes ¢aligma vardir. Fakat bu calismalarin az da olsa daha iyi
olmasinin nedenleri arasinda ozellikle kulak veri setlerinin ¢ok daha fazla veriye sahip

olmasindan dolay1 gerceklestirdikleri modelin daha iyi egitilmesi gosterilebilir.

Kulak goriintiisiinden cinsiyet ve yas tahmin eden calismalar az da olsa olmakla birlikte, sa¢
tipi, dogal sa¢ rengi, boy ve goz rengi tahmini ile ilgili herhangi bir calismaya
rastlanmamistir. Bu bakimdan tez ¢alismamiz literatiirde ilk kez kulak goriintiisiinden sag

tipi, dogal sa¢ rengi, boy ve gbz rengi tahmin sonuglarini igermektedir.

Calismada VT1 ile yapilan yas, boy ve dogal sa¢ rengi tahminlerinde, veri kiimesinin az
sayida olmasi1 ve smiflardaki degiskenlere sahip kisi sayisinin az olmasi sebebiyle diger
gruplara nazaran daha diisiik sonuglar ¢ikmistir. Bunu destekler bir sonug olarak VT2 ile

yapilan testlerde bu sonuglarin yiikseldigi goriilebilmektedir.
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VT1 ile yapilan algoritma testleri sonucunda sag tipi ve gdz rengi gruplarinin tahminlerinin
sirasiyla %68,89 ve %68,47 olduklar: goriilmektedir. Bu gruplarin tahmini yas, boy ve dogal
sa¢ rengi gruplarindan daha basarili olmasinin sebebinin daha siniflarda yer alan degisken

sayisinin az olmasi gosterilebilir.

Algoritma testlerinin  yapildigi uygulamalar ile ilgili sonuclar g6z Oniinde
bulunduruldugunda, iki farkli uygulamada ayni algoritma kullanilsa da farkli sonuglar
alinabildigi goriilmiistiir. Bunun sebebinin uygulamalarin algoritmalar1 uyarlama
yontemlerinin ufak farkliliklar gosterse bile sonuclarda degisikler yaratmasi oldugu
diisiiniilmektedir. Bu sonucu destekler bir ¢alisma olarak Foozy vd. (2017) ¢aligmalarinda,
stipheli kisa mesajlar1 tespit icin Weka ve Rapidminer programlarimi kullanarak
simiflandirma yapmislardir. Yaptiklari ¢alisma sonucunda Weka ve Rapidminer

programlarinin ayni algoritmalarda farkli sonuglar verebildiklerini gérmiislerdir.

Calisma kapsaminda olusturulan veri tabanlari ile ilgili sonuglar incelendiginde, daha fazla
veriye sahip ikinci veri tabani ile yapilan testlerin daha yiiksek siniflandirma basarilarina
sahip olduklar1 goriilmiistiir. Bu sonugtan yola ¢ikarak; gelecek ¢alismalarda, veri setinin her
bir veri grubu soft biyometrik i¢in artirilip, veri gruplar igerisindeki sinif dagilimlarinin esit
saglanmas1 dnerilmektedir. Bu sayede biitiin gruplarda daha yiiksek siniflandirma basarisina
sahip olunabilir. Ayrica, 6n islemlerin sayisinin artirilmasi 6nerilmektedir. Bu sayede biitiin
kulak goriintiileri arasindaki ortamdan ve diger etmenlerden olusabilecek problemlerin

oniine gegilmesi saglanabilir.
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BARTIN UNIVERSITESI REKTORLUGU ﬁ
Sosyal ve Begeni Bilimler Etik Kurulu
Sayt  : E-23688910-050.01.04-2100041742 27.052021
Komu : Sosyal ve Begeri Bilimler Etik Kurulu
Onay Formu
IProtokol No: 2021-SBB-0234
o Kulak Gérintilerinden Soft Biyometrik Ozellikleri Derin|
Aragimtanin Baghge Orenme ile Tahmin Eden Zeki Sistem
IProje Yiiriitiiciisi: Mertkan Sinoplu
[Basvuru Formunun Gelis
? : 202

Tarih: 29.04.2021
|Karar Tarihi: 26.05.2021
Toplanti No: 8

Bagvuru dosyasinda etik sorun olugturabilecek sorular/maddeler, siregler ya da unsurlar
bulunmadigmdan 26.05.2021 tarihli ve 8 numarali toplantida 2021-SBB-0234 numarali bagvuruya arastirma
igin ETIK KURUL ONAY belgesinin verilmesine oy ¢oklugu ile karar verilmigtir.

Prof. Dr. Ash YAZICI Dog. Dr. Ayse Derya ISIK Dr. Ogr. Uyesi Hasan Basri
Kurul Bagkam Bagkan yardimcis KANSIZOGLU
Uye
Dr. Ogr. Uyesi Emine GENC Dr. Ogr. Uyesi Emel GENG  Dr. Ozr. Uyesi Veysel GENGIL
Uye Uye Uye

Dr. Ogr. Uyesi [lknur DOLU
Uye

Bu belgs, ginval: slskwonk =w o mmalwnnugtr

Belgs Dogredamn Kodu: FSCTC4F Balge Takip Adresi: bitp:/fubys bartin odh o ERMS Rocord ConfimmtionPagw Tndax
Adres: Agdinc: Mahallesi Fakilto Caddesi No-34 Bertmn Bilgi igin - AlYema OB
Teloficn No: (0 378) 2235500 Faks No: (0 375) 235022 T oy

oPosta trmermet Adresi- it s bt et/ Telsfon No-

Kop Advosi: bastimmventesi a0l kep s
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EK-2: Calisma Kapsaminda Kullanilan Anket Formu.
Katilimao Mao:

Kulak Gériintiilerinden Soft Bivometrik Ozellikleri Derin Ogrenme Ile Tahmin Eden
Zeki Sistem Anket Formu

Litfen azafidaka sorulan eksiksiz bir gelalde doldurnmuz. Her soru igin tek bir kutuengu
1garetleyiniz. Bu ankette verdifiniz cevaplar, aragtima kapsamimnda gekilecek olan kulak
fotograflanmz ile iligkilendirilmek 1gin kullamlacaktr. Verdimiz bilgiler givenli bir veri
tabaninda saklanacaktr ve akademik ¢ahymalar diginda herhangi bir caligmada

1- Cinziyetiniz: £- Giz Renginiz

O Eadin O Eabverengi

O Erkek O Mz

2- ¥Yaz arahgmnir: JEla

O18-28 O Kehribar

J28-38 O G

O39-48 O Yasil

014533 6- Dogal Sac Renginiz
O 30— &4 O Kahwverengzi

O &5 ve dzen O San

3-Kilo Arabgine: O Siyzh

O 30-539ks O Eumrzl

el -69 ke O K=l

O70-79ke O Diger

B0 -89 ke 7- Ten Renginiz

OO0 -99 ke O Cok apik / Beyaz Cik
O 100- 109 ke O Ak Cilt
O110-119ke O Ortz Apk / Bugday Cilt

0 120-129ke
0 130-139ke
0 140 kg ve fizeri

O Orta koyn £ Esmer Cilt
O Eovu / Eahverengi Cilt
O Cok koyu / Siyah Cilt

4- Boy Arahgmiz 8- Sac Tipiniz
O 130-15% cm [ Driiz Sag

O 160 — 167 cm O Dalzak Sag

O170-17% cm O Emireik Sag
O 180 - 185 cm O Sarmal Sap

O 180 - 155 cm

O 200 - 208 cm

O 210 cm we Gzan
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Kisisel Bilgiler
Ad1 Soyadi

Dogum Yeri ve Tarihi

Egitim Durumu

Lisans Ogrenimi

Yiiksek Lisans Ogrenimi

Bildigi Yabanci Diller
Bilimsel Faaliyet/Yayinlar

OZGECMIS

Mertkan SINOPLU
Bartin / 20.04.1996

Pamukkale Universitesi Bilgisayar Miihendisligi
Bolimii

Bartin Universitesi Bilgisayar Teknolojisi ve Bilisim
Sistemleri Tezli Yiiksek Lisans Boliimii

Ingilizce

Sinoplu, M., & Yilmaz, R. (2020). Social media analysis
in distance education period due to pandemic: data
mining application on Twitter data. Journal of Teacher
Education and Lifelong Learning, 2(2), 66-76.

Sinoplu, M., & Yilmaz, F. G. K. (2021). Review of
articles related to mixed reality in education. Journal of
Teacher Education and Lifelong Learning, 3(1), 20-31.

Sinoplu, M., Yilmaz, O., Gokkaya, G., & Durak, H.
(2021). Siber Giivenlik ile Tlgili Nesnelerin Interneti ve
Yapay Zeka Konularini Temel Alan Tezlerin Y ontemsel

Olarak Incelenmesi. Bilgi ve Iletisim Teknolojileri

Dergisi, 3(2), 228-242.

Sinoplu, M., & Ceyhan, E. B. (2022). Sentiment
Analysis of Social Media Posts about Tourist
Attractions: Black Sea Region Sample. Avrupa Bilim ve
Teknoloji Dergisi, (36), 305-315.

78



Is Deneyimi

Stajlar

Calistig1 Kurumlar

Tletisim

E-Posta Adresi

Tarih

MSU Yazilim (2017 Temmuz-Agustos)
MSU Yazilim (2018 Temmuz-Agustos)
Teklas

mertkansinoplu@gmail.com

03/05/2023 (Tez Savunma Tarihi)
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